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1 Binomické data

Majme vystup, ktory je typu 0 alebo 1, teda napriklad akési udalost nastala alebo nenastala. V datach
pozorujeme pocet "tspechov'(udalost nastala) a pocet "neuspechov"(udalost nenastala), pre roézne
situacie, napriklad pocet 50-ro¢nych pacientov - muzov, ktori dostali alebo nedostali chorobu. Zaujimalo
by nés, ako dobre vysvetlit a predikovat pravdepodobnost tejto udalosti.

Klasicky linearny model Y; = X3 + ¢; na toto nie je vhodny, nakol'ko méze predikovat hodnoty
mimo [0, 1] intervalu. Aj ak by sme hodnoty mimo tohoto intervalu posunuli na hranicu [0, 1], pre nejaké
X; (riadkovy ndhodny vektor) by sme predikovali pravdepodobnost rovni 1 alebo 0, a to nie je ziaduce.

Uvazujme, 7ze vysvetlovana premennd Y;, ktort pozorujeme, je pre fixné regresory X; = x; dobre
popisatelna binomickym rozdelenim. N&hodna premennéd Y; mé binomické rozdelenie, oznacujeme
Y ~ B(ni,p;) ak P(Y; =y;) = (Zz)ply’(l — p;)™ Y. Pre takato ndhodnu premennu variancia Var(Y;) =
n;p;(1 — p;) zéavisi od pravdpedpodobnosti p;, ¢o je dalsi dovod, preco ju nemodelovat klasickym re-
gresnym modelom s normalne rozdelenymi a homoskedastickymi chybami. Takéto rozdelenie modeluje
pocet tspesnych pokusov, ak mame n; nezavislych pokusov, kazdy s fixnou pravdepodobnostou tspe-
chu p;. "Uspech" v nasom pripade znamena, 7e akéasi udalost nastala. Moze ist o skrachovanie firmy,
vybuch elektrarne ¢ vitazstvo vo volbéch.

Nakolko potrebujeme, aby nas model predikoval hodnoty v [0, 1] intervale, zaujima nas vhodna
transformacia g(p) (ktord budeme nazyvat link a n; = By + f1zi1 + ... + B42i, budeme nazyvat linearny
prediktor), také aby jej defini¢ny obor bola realna os a obor hodnét bol interval [0, 1]. Priklady takejto
transformaécie st

o 9(p) = logit(p) = log (1)
o 9(p) = probit(p) = 1 (p), kde B(u) = [*_ exp () da.

Takéto modely patria do skupiny zov§eobecnenych linedrnych modelov a budeme sa im venovat
podrobne neskor.
Vezmime si teda model

9(pi) = ni = Bo+ Bizin + ... + ByTig, (1.1)
kde predpokladame, ze Y; ~ B(n;,p;). V rovnici (1.1) predpokladdme, Ze neznamy parameter p; je
deterministickou funkciou regresorov (1, ..., z;;). Teda prepojime ndhodny komponent Y; a syste-
maticky komponent 7; pomocou linkovej funkcie.
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Ak su vsetky n; dostatocne velké, vdaka Centralnej limitnej vete vieme aproximovat B(n;, p;) nor-
méalnym rozdelenim N (n;p;, n;p;(1—p;)), a preto aj ¢; bude dobre aproximované normélnym rozdelenim.

V pripade, Ze sa na Y; nemo6zeme pozerat ako na vysledok nezavislych udalosti s fixnou pravde-
podobnostou, nie je tento model rozumny. Linearita prediktora v parametre J je menej obmedzujica,
nez by sa na prvy pohlad zdalo, nakol'ko sa tym daju modelovat aj nelinearne vplyvy prediktorov, aj
kategorické premenné (cez dummy premenné).

Vol'ba linkovej funkcie pri binomickych datach nie je az tak dolezita, pokial nemodelujeme prilis
malé alebo prili§ velké pravdepodobnosti, tam totiz mézu byt rozdiely vyrazné. Niekedy v8ak povaha
problému pomdZe s vyberom modelu. UvaZzujme nasledovny pripad: nech hmyz umrie pokial je davka
insekticidu x vyssia ako jeho tolerancia T;. Pravdepodobnosti tthynu hmyzu i je p = P(Y; = 1| X, =
ry1) = P(T < x;;). Ak aproximujeme distribiciu 7' normalnym rozdelenim s parametrami (u, o?),
potom

& (p) = (wi — p)/o = Bo + P,

teda poskytuje nam to zdévodnenie vyberu probitu. Ak by bolo rozdelenie tolerancie logistické (vyraz
pre hustotu logistickej distribucie vynechavame), zdévodnili by sme takto logit ako linkovi funkciu.

Ak v ramci nejakého modelu vieme data generujici proces tplne popisat kone¢norozmernym para-
metrom, v nasom pripade je to parameter (3, vieme odhadnut tento parameter metédou maximalnej
vierohodnosti (maximum likelihood). Tato metoda je optimalna v zmysle asymptoticky (teda limitne,
pre velka datova vzorku) najmensej variancie (odhad je efektivny), odhady MLE st konzistentné a
asymptoticky normalne (viacej v ¢asti A.4). V pripade linearneho modelu s predpokladom normélnych
chyb sme mali analyticky tvar pre odhad MLE (Bye = (XTX) "1 X7y, kde X je matica n x p, kde p
je pocet parametrov v modeli). Teraz tomu tak nie je a odhad musime ziskat numericky. Log-likelihood
pre nas model vyzera nasledovne:

(B) = 10gi]jP(Yi =yi) = glog ((Zj)pi-”(l - pz-)”"‘yi)
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kde n; je funkciou S. Odhad MLE, teda Buip = argmax L(), odpoveda na otazku: ktory model (teda
ktory konkrétny vektor parametrov 3) mal najvicsiu Sancu vygenerovat nase data?

1.1 Statisticka inferencia

Majme 2 modely, jeden velky model s | parametrami a dalsi maly model s s parametrami (s < [).
Nech mensi model je $pecialny pripad vécsicho modelu pri [ — s linedrnych restrikcidch (vtedy hovo-
rime, Ze maly model je vnoreny (nested) vo velkom modeli). Nasledujica Statistika sa nazyva pomer

vierohodnosti (likelihood ratio)
Ly
LR =2log —,
kde Lg (L) oznacuje vierohodnost malého (velkého) modelu. Za predpokladu spravnosti (korektne;
Specifikacie) malého modelu, ma LR asymptoticky rozdelenie x7 _, teda chi-kvadrat s [ — s stupiiami

volnosti.

Uvazujme teraz nasyteny model, to je taky, Ze méa tolko parametrov ako pozorovani a vie predi-
kovat vysvetlované premenné v nasej datovej vzorke uplne presne. Pre tento model plati p; = y; /n;. Pre
zjednoduSenie si mozeme tento model predstavit tak, Ze regresory pozostavaji z n réznych faktorov,



kde n je pocet pozorovani. Teraz zavedieme mieru vhodnosti fitu (goodness-of-fit) nasledovnym spo-
sobom. Pre model s s parametrami uvazujme test pomocou pomeru vierohodnosti, kde Hy : Ly, = Lg,
oproti alternative Hy : L;, > Lg, kde velky model je nasyteny model. Testovaciu Statistiku takého testu
nazveme deviancia (deviance) a ma nasledovni formu.

D= = 22 {log ( > + yilog p; + (n; — ys) log(1 —pi)}

-2 z": {log (Zl) + yilog pi + (n; — y;) log(1 — ﬁi)} (1.3)

S s (22)]

kde g; st hodnoty predlkovane mensim modelom (poznamenavame, Ze saturovany model predikuje y; pre
Vi). V pripade, Ze je deviance nie prilis velka, maly model ma dost dobry fit. Za predpokladu spravnosti
malého modelu, ma totiz deviance rozdelenie y2__, teda rozdelenie, ktoré ma stredntt hodnotu n — s a
smerodajni odchylku 1/2(n — s).

Vsetky tieto testy s zaloZzené na approximécii binomického rozdelenia normalnym rozdelenim. Bi-
nomicky rozdelenéd ndhodna premenna Y ~ B(n,p) ma E(Y) = np a Var(Y) = np(1 — p). Kedze
Y = X; + -+ X, je su¢tom rovnako rozdelenych ndhodnych premennych, podla Centralnej limitnej
vety vieme, ze pre velké n, bude Y rozdelené priblizne ako N (np, np(1 —p)). Pre mala datovi vzorku n
mame problém, lebo normélna aproximécia nebude fungovat, preto to, ¢o predtym bolo rozdelené ako
X7, (stcet nezavislych N(0,1) premennych na druht), uz teraz nebude. Potom na $tatisticki inferenciu
mozeme pouZzit bootstrap, o ktorom budeme hovorit neskor.

gpeciélnym pripadom je, ked st n; = 1 pre vSetky i. Vtedy deviance vobec nezalezi od y; a preto
logicky nemoze hovorit ni¢ o vhodnosti fitu. Je to preto, lebo likelihood saturovaného modelu v tomto
pripade je vzdy 1 a s takymto dobrym fitom sa tazko stuperi. V tomto modeli je likelihood

[[ora-p=T[=1
1=1

pretoze plati y; = p;. V takomto pripade potrebujeme ¢osi tiplne iné (napr. Hosmer-Lemeshow test). Ale
¢o je to "dost velké” n;? Niektori tvrdia, ze by malo byt n; > 5 alebo pomer celkového po¢tu pozorovani
a parametrov v modeli musi byt aspon 15.

Porovnat dva vnorené modely sa déa tiez porovnanim deviancii, je to v podstate to isté ako likelihood
ratio test.

Lsa urate Lsa urate
= 2]og Suturated _ g |gg Zseturated _ py — Da,,
Mo L, Ly

kde model M, je $pecidlnym pripadom modelu M; (model M, je vnoreny do modelu Mj, teda nutne
déava vacsiu devianciu).

Waldove Konfidenéné intervaly pre jednotlivé j; st [BJ — za/zse(ﬁj), Bj + zo‘/QSe(Bj)], kde 2%/2 je
100(/2)-%ny kvantil N(0,1) rozdelenia. Tieto konfiden¢né intervaly su tak dobré, ako je normélna
aproximacia B normalnym rozdelenim.

Alternativou je pouzit profile-likelihood, ktory funguje lepsie pre malé datové vzorky ako spo-
minany Waldov konfiden¢ny interval. Predstavme si, ze chceme konfiden¢ny interval pre 5, v logite s
jednym regresorom a konstantou

Li(B1) = H/lBaXL(ﬂo,ﬂl)'
0
Nulovt hypotézu Hy : 1 = 0 nezamietame prave vtedy a len vtedy, ak
2[log L(o, f1) — log L1 (6)] < x3(1 — a),

preto mnozina vietkych 6, ktoré spliiaja tato nerovnost, je konfidenény interval zaloZeny na profilovom
likelihood-e.



Profile likelihood funguje lepsie, teda déva uzsie konfiden¢né intervaly kvoli tomu, Ze pouziva viacej
informacie, pouziva cely likelihood, kym Waldov konfiden¢ny interval neberie do tvahy neistotu v
inych regresoroch ako v samotnom j-tom regresore. Teda rozdiel medzi tymito dvomi konfidenénymi
intervalmi bude vyraznejsi, ak st odhady parametrov velmi zavislé.

1.2 Interpretacia

V oby¢ajnom linearnom regresnom modeli mali parametre  jednoduchi interpretaciu, to bola aj jedna
z vyhod tohoto modelu. Ako je to v tomto pripade?
Model s logit linkovou funkciou vyzera nasledovne

logit(p;) = Bo + Sz + ... + Byxig

logit(p) = log 1 a ide teda o logaritmus pomeru Sancif (odds ratio). Pomer Sancf hovor, kolkokrat je
pravdepodobnost nastatia udalosti vicsia ako pravdepodobnost nenastatia udalosti. Ak teda zvysime
x; o jednu jednotku a zdroven sa vsetky ostatné premenné nezmenia, pomer Sanci sa ponasobi faktorom
exp(f;). Toto je vyhoda oproti probitu, pretoze prefi neexistuje ziadna podobné interpretacia. Tato
interpretécia je moZzno pre nas menej prirodzené, lebo nie sme zvyknuty premyslat v pomeroch Sanci.
V pripade, zZe je §; mala (napr. —0.25 < 5; < 0.25), potom moézeme pouzit nasledovnt aproximaciu:

-p -Pp

Ak teda 3; = 0.05, potom predikujeme, Ze pomer pravdepodobnosti, ¢i udalost nastala voci tomu, ze
nenastala, vzrastie o 5%, ak x; stupne o jednotku a zaroven sa ostatné premenné nezmenia. Pozname-
navame, ze na to, aby sme mohli koeficienty interpretovat separatne, potrebujeme aby v modeli neboli
interakéné ¢leny. Dorazne sa stranime kauzalnej interpretacie, pokial nemame zarucené, Ze zber
dat nesledoval experimentalny protokol.

1.3 Vyber datovej vzorky

Ako boli zozbierané nase data? Ak sme si fixovali vzorku a potom sme sledovali vystupy, tak sa tomu
hovori prospektivny vyber vzorky (cohort study). Alebo vystup bol fixovany a my sme pozbierali data,
napriklad sme sa osobitne pozreli na chorych a potom na zdravych pacientov, toto je retrospektivny
vyber dat (case-control study).

Predstavme si, ze chceme vediet, ako nam vedomost o spdsobe prijmu potravy novorodencov-
chlapcov pomoze predikovat respiracné choroby. V skupine, kde st dojcené deti, malo respira¢né prob-
lémy 47 chlapcov oproti 447, ktori problémy nemali. V skupine deti kimenych z flasky je to 77 oproti
381.

Ak méame prospektivnu studiu, tak mame vzorku chlapcov, o ktorych vieme, ako boli krmeni, a
potom sa dozvieme, ¢i mali alebo nemali respira¢né problémy. Rozdiel v log-odds pre respira¢nt chorobu
(logaritmus podielu pravdepodobnosti, Ze dieta bude mat problémy vo&i tomu, Ze nebude mat problémy)
pre dojcené a flaskou kimené deti je

7 47
log 38l log o 0.65.

Ak by sme tie isté data zozbierali retrospektivnou studiou, ktora je lacnejsia a jednoduchsia, pozreli
by sme sa na chlapcov, ktori mali respira¢né problémy a ktori nemali respira¢né problémy separatne.
Rozdiel v log-odds pre tieto skupiny je

77 381
log — — log — = 0.65
Cur T Py ’
teda prisli sme k tomu istému vysledku, ovela lacnejSou cestou. Toto neplati pre probit alebo pre iné

linkové funkcie.



V praxi v8ak musime zobrat do uvahy aj efekt inych premennych a mame problém, pretoze prav-
depodobnost toho, ¢i sa jednotlivé deti ocitni v nasej vzorke, zavisi od toho, ¢ maji alebo nemaju
respira¢né problémy. Typicky by sme ¢akali, Ze pravdpodobnost, Ze dieta je v naSej vzorke ak ma res-
piracné problémy (ozna¢ime ako ), je ovela vacsia ako pravdepodobnost, Ze dieta je v nasej vzorke,
ak nema respiracné problémy (ozna¢ime ako 7). Pri prospektivnej studii plati priblizne 7y = ;. Pod-
mienena pravdepodobnost, Ze pre dané X = z bude mat dieta respira¢nu chorobu, ak bolo v nasej
retrospektivnej vzorke, je dané vztahom

() — 7T1p(5U)
P = o+ m( = p@)’

podla Bayesovej vety, kde p(z) je nepodmienena pravdepodobnost choroby. Toto vSak nevadi, lebo
logity sa bud lisit len o konstantu, a ta nés aj tak viac¢sinou nezaujima:

logit (p*(x)) = log :_0 + logit(p(x)),

teda relativne efekty premennych odhadneme spréavne aj napriek tomu, Ze my a m; nepozname(!) Toto
znova nefunguje pre iné linkové funkcie ako logit.

Takze dokopy méame uz 3 vyhody logitu oproti probitu: (1) ma matematicky jednoduchsiu formu
(mnoho veci vieme analyticky vyjadrit), (2) koeficienty vieme interpretovat a (3) namiesto prospektiv-
nych studii nam stacia retrospektivne.

1.4 Problémy s odhadovanim

Moze sa nam stat, ze program pri maximalizovani likelihood funkcie nenajde optimum. Ak sme v si-
tudcii, Ze sa snazime vysvetlovat binarne data (n; = 1), moze to byt kvoli tomu, ze data st linearne
separovatelné a model poskytuje perfektny fit. Vtedy je likelihood funkcia plocha a solver si nevie na
tejto plochej ¢asti vybrat optimum. Zbadame to tak, Ze nas program upozorni na zlyhanie konvergen-
cie a zaroven zvykna byt odhady koeficientov velmi nepresné, s obrovskymi Standardnymi chybami.
Vtedy mézeme pouzit brglm funkciu z rovnomennej kniznice (Bias Reduction in Binomial-Response
Generalized Linear Models).

1.5 Vhodnosti fitu

Okrem deviancie mozeme pouzit na overenie vhodnosti fitu aj pomer vysvetlenej deviancie.

_1- (Lo/L)»™ 1 —exp((D — Dy)/n)

R? =
2 I~ exp(—Do/n)

kde Lo je odhad maximum likelihood (null) modelu len s interceptom a Dy je deviancia tohoto modelu.

1.6 Efektivna davka

Mozeme sa opytat otazku: akd mé byt davka insekticidu tak, aby bola pravdepodobnost vyhubenia
hmyzu (napr.) 50%? Nastavime p = 0.5 a zistime, Ze je to —fy/;. Toto je pre nas neznama kvan-
tita, ktora v8ak vieme odhadnut ako —BO / Bl. Ak chceme vyjadrit neistotu v tomto odhade pomocou
konfiden¢ného regionu, modzeme pouzit delta-metodu. Pre ¢(.) transforméciu odhadu viacrozmerného
vektora parametrov 0 vieme, Ze jej variancia je priblizne:

Var(g(B)) = ¢'(3) " Var(B)g' (3.

A

A . N\T
V nasom pripade ¢g(5) = —fo/f1 a ¢'(B) = (—é, g—%) . Priblizny 95%ny konfiden¢ny interval pre

neznamu efektivnu davku je (g(,@) —1.964/Var(g(B)), g(B) + 1.96\/Va7“(g(3))> . Tato aproximaécia je

taka dobra, ako velmi je funkcia g aproximovatelné linearnou funkciou a aké velka je datova vzorka.



1.7 Overdispersion

Ak sme v situécii, Ze deviancia je velmi velka rozmyslame, ¢o v naSom modeli je nespravne. MézZe to byt
tym, ze sme do regresie nedali spravne prediktory alebo sme zvolili nevhodnu transformaciu regresorov.
Podobne to moze byt kvoli outlierom, v pripade, Ze ich je vela, tak nieco nie je v poriadku s distribuciou
chyb. Podobne to moze byt pre velmi malé n;, lebo vtedy normélna aproximécia nie je vhodna.

V pripade, Zze sme vylucili vSetky tieto moZnosti, mohlo nastat, Ze v ramci skupiny velkosti m,
vysledky jednotlivych experimentov nie st nezévislé alebo nie st rovnako rozdelené, teda binomicky
model nie je rozumnou aproximaciou. V pripade skiimania okrihlych tesneni na raketoplane Challenger
mohli byt udalosti zlyhania tesnenia pozitivne korelované, vtedy je variancia celkového poc¢tu chyb
vicsia ako mp(1 — p) a tento problém nazyvame overdispersion. Alebo mohla byt pravdepodobnost
pre tesnenia v roznych castiach raketopldnu rozna. Vo vzacnych pripadoch dochédza aj k opa¢nému
problému - underdispersion. Ako priklad mozeme uvazovat situéciu, ked tmrtie jedného zvierata ma
pozitivny efekt na prezitie ostatnych, lebo potravy bude dostatok.

Nech je k velkost klastra (skupiny), | je pocet klastrov a m = kl je pocet pozorovani. Nech je
pocet uspechov v klastri ¢ rozdeleny ako Z; ~ B(k,p;) a nech p; je ndhodné premenna s vlastnostami
E(p;) =paVar(p;) = 7°p(1 — p). Potom pre Y = Z; + -+ - + Z; plati

EY)=mp, Var(Y)=[1+(k—1)7mp(l—p).

Ako modelovat overdispersion? Disperzny parameter o2 = 1 v pripade, Ze predpoklady binomického
modelu platia. Inak ho mézeme odhadnut nasledovne

52 = X* — 1 (= np)?
n—p n—p.— nipi(L — pi)’

kde X? nazyvame Pearsonove X2, ktoré sa da, podobne ako deviancia, pouZit ako miera vhodnosti
fitu modelu. Pearsonove X? ma tvar X2 =37 | %, kde O; je pozorovany pocet udalosti a F; je
priemerny pocet udalosti za predpokladu modelu, ktory testujeme.

Nase odhady /3 sa nemenia, pretoze o2 nemeni stredntt hodnotu Y; ale zmeni sa kovarianéna matica
8, ktoré teraz bude mat tvar Var(f) = 62(XTW X)™!, takze standardné chyby musime ponésobit 62.1
Na test podmodelu musime narozdiel od rozdielu deviancii pouzit

(Ds — Dr)/(dfs — dfr)

6-2

F =

Y

kde tato Statistika je len priblizne rozdelena ako F' (S (small) ozna¢uje maly model, L (large) oznacuje
velky model). Toto sa vSak d& pouzit len ak st velkosti skupin n; priblizne podobne velké. Ak nie st,
potrebujeme pouzit ¢osi rozumnejsie.

1.8 Matching

Ked méame case-control studiu (teda retrospektivnu vzorku, nemame experiment), ¢astokrat chceme
brat do uvahy nejaké risk faktory. Medzi [udmi, ktori podstipili liecbu méze byt napriklad viacej
starSich Tudi. Mozeme risk faktory pridat do regresie, ale aku transofrméciu mame zvolit? Tohoto
problému sa mézeme zbavit pomocou matchingu. Zakladom matchingu je, Ze porovnavame podobné
objekty.

Kazdému case-u (napr. ¢lovek, ktory podstupil lie¢bu) sa snazime najst control (napr. ¢lovek, ktory
nepodstupil lie¢bu) s podobnymi risk faktormi. Ak méme 56-ro¢ného hispanca, ktory napr. dostal nejaki
chorobu (case), ideélne sa snazime najst tiez 56-ro¢ného hispéanca, ktory vsak tuto chorobu nedostal
(control). Toto sa neda vzdy néjst presne a preto musime polavit z nagich poziadaviek na matching,
napriklad budeme uvazovat skupinu 50-59 ro¢nych hispancov. Vyhodou je, Ze mozeme brat do tvahy
nam nezname faktory, ktoré napr. suvisia s geografickou polohou. Ako urobit matching? To je naro¢né

!Matica W oznaduje maticu vah. K vysvetleniu stvisu zovieobecneného linearneho modelu a vdhovanej regresie sa
dostaneme v piatej kapitole.



otazka a je vela roznych sposobov, ktoré si vhodné pre rozne situécie. Je totiz vela réznych sposobov
ako merat, Ze ktoré objekty si podobné. Nevyhodou matchingu je, ze efekt risk faktorov, na zéklade
ktorych je urobeny matching nevieme skumat.

Castokrat méame ovela viacej control-ov ako case-ov. Ak mame 1:M dizajn, tak na 1 case mame M
control-ov. Zvyc€ajne M = 5 staci a viacej control=ov nam spresni odhad iba minimalne. Pre pozorovania
1=20,1,..., M v skupine j uvazujme

logit(p; (i) = a; + x);6,
kde a; je efekt risk faktorov v skupine j. V ramci skupiny j je pravdepodobnost case-u, teda toho, Ze
1=0 .
exp Iojﬂ
Z?io exp J;Z; 7

teda efekt skupiny «; nam vypadne a nebudeme ho vediet odhadnit. Likelihood funkcia potom vyzera
nasledovne

L(B) = H {1 +2_exp [(zs; — on')Tﬁ}} :

Toto je rovnaky likelihood ako pri tzv. conditional hazard modeloch, a to je vyhodné, lebo st na to
hotové kniznice (survival).

1.9 Literatura

Tieto poznamky su zalozené predovSetkym na [Far05], ktora pokracuje pristupni expoziciu lineédrnych
modelov v [Far14]. Na uvod si moZete precitat jednoduché ¢itanie [AT07] a doplnit v ovela podrobnejse;
knihe [AK11]. [Agrl5] poskytuje dobry mix pristupnosti a detailov.



2 Data typu pocet udalosti - Count Data

Nech nasa zavisla premenna mé tvar poc¢tu nastatia udalosti, teda Y; € N. Oby¢ajny linearny model
moze predikovat zaporné hodnoty. Ak sa to snazime vyriesit tym, Ze pouzijeme linedrny regresny model
s log Y; na lavej strane, mame problém s Y; = 0.

Uvazujeme, Ze Y; ma Poissonovo rozdelenie s parametrom p;, Y; ~ Pois(y;), teda P(Y; = y;) =

exp(—ui)’;#i s vlastnostami E(Y;) = Var(Y;) = p;. Zaroven uvazujeme, Ze

log(p;) = m; = =] B.

Pouzivame logaritmicka linkova funkciu, aby sme dostali kladné hodnoty priemerného poc¢tu udalosti

M-
Priklady:

e Pocet rastlinnych druhov na ostrove. Prediktory mozu byt plocha alebo nadmorska vyska.

e Pocet Tudi v rade pred Vami v obchode. Prediktory mézu byt pocet produktov v zlave alebo ¢
je vonku slne¢né pocasie.

e Pocet oceneni Studentov na strednej skole. Prediktory mozu byt typ skoly alebo skore z matema-
tickej skusky.

Preco Poissonovo rozdelenie? Poissonovo rozdelenie ma tt vlastnost, Ze sucet nezavislych Pois(p,) a
Pois(jy) rozdelenych ndhodnych premennych nam déa Pois(pq+p9). Toto je vihodné, lebo poissonovska
aproximacia bude fungovat nezavisle od vel'kosti skupin (¢i uz sa pozerame na individuélov, pre ktorych
plati Y;; ~ Pois(w;) pre j = 1,2, ...,n; alebo na cela skupinu, kde Y; ~ Pois(n;u;)).

Okrem toho je toto rozdelenie idealne napriklad na modelovanie po¢tov nezéavislych udalosti v case,
skratka na déta, ktoré sa realizaciou Poissonovho procesu, alebo kde je Poissonov proces rozummnou
aproximéciou. Na to potrebujeme: (1) pravdepodobnost, Ze nastane aspon jedna udalost je proporcialna
¢asu, (2) pravdepodobnost nastatia dvoch udalosti na velmi malom intervale je zanedbatelna, (3) pocty
udalosti v neprekryvajucich sa ¢asovych intervaloch su nezavislé. Vieme, Ze ¢as medzi dvoma udalostami
Poissonovho procesu ma exponencialne rozdelenie a to, ako jediné ma vlastnost, Ze si ni¢ nepaméta
(memoryless property). My mdzeme modelovat, ako sa meni intenzita udalosti, t4& moze zalezat nielen
od casu ale aj od inych parametrov, presne na to sltzia regresory X;. Tymto modelom moézeme teda
popisat aj intenzitu nastavania javu za nejaky cas:

log(pi/t) =mi=xz;B ~ log()=m =z B+log(t),

kde logt nazyvame offset, je to vlastne regresor s fixnym parametrom. Offsetom nemusi byt len cas
ale cokol'vek, ¢o rastie alebo klesa proporcialne s Y;. (Offset je vyborne vysvetleny v [Cral2| od strany
518.)

Poissonovo rozdelenie moze byt uzitoéné ako aproximacia binomického rozdelenia pri velkom n;
a malom p;, ale fixnom p; = n;p;. Ak pri 5000 predanych telefonov sa pokazi 0.1% z nich, potom
pocet reklamovanych telefénov je priblizne rozdeleny ako Pois(5). Podobne, pri skiimani vzacneho typu
rakoviny je pocet postihnutych jedincov maly a Poissonov model s logaritmickou linkovou funkciou bude
podobny ako binomicky model s logit linkovou funkciou.

Log-Likelihood vyzera nasledovne

n

log L(B) = Y _(yix! B — exp(z] B) — logy!),

i=1

po zdiferencovani podla 3 dostavame X"y = X fi. Toto je rovnaké ako pri Gaussovskom modeli, kedy
i1 = X3, no neplati to pre hocijaku linkova funkciu. Taka, pre ktorii to plati, sa nazyva kanonicka.



2.1 Statisticka inferencia

Statisticka inferencia vyzera rovnako ako pri binomickych datach, mézeme pouzivat devianciu ako
mieru vhodnosti fitu (deviancia nepovie, preco model nefituje data dobre), pomer vierohodnosti (li-
kelihood ratio) na testovanie linearnych hypotéz vnorenych modelov, pouzivat Waldove konfidencné
intervaly alebo (lepsie je pouzit) profile likelihood konfiden¢né intervaly.

Deviancia a Pearsonove X? maji nasledovni podobu

D:QZ{yilOgﬁ_(yi_Mz)}v XQ:Z i
i=1 ’ '

=1

2.2 Interpretacia

Interpretacia parametra (; je, Ze zmena regresora z; o jednotku ponésobi priemerny pocet udalosti y;
faktorom exp(f3;), pokial ostatné prediktory zostani zafixované.

2.3 Overdispersion

Overdispersion je tiez problém, lebo mame jeden parameter u;, ktory je zaroven aj stredna hodnota,
aj variancia. Zvycajne v datach vidime, Ze variancia Y; je vacsia ako stredna hodnota, ¢o mdze byt spo-
sobené tym, ze udalosti nie st nezavislé alebo tym, Ze nedostato¢ne vysvetlime parameter p;, pomocou
X;, a to napriklad preto, Ze nepozorujeme nejaké dolezité prediktory. Teda istti skupinu povazujeme
za homogénnu, aj ked v skutocnosti je to mix nejakych inych skupin, napriklad aj poissonovsky roz-
delenych. Pri lineArnom modeli toto nebol problém, lebo sme mali separatny parameter pre strednu
hodnotu aj pre varianciu Y;. Disperzny parameter odhadneme z dat a ponasobime nim Standardné
chyby (smerodajné odchylky) estimatorov, ktoré sa, mimochodom, nezmenia (!) TakZe overdispersion
je problém len pre Standardné chyby estimétorov, takze je to zly dévod, preco tplne zavrhnut tento mo-
del, lebo standardné chyby vieme odhadnit robustnejsimi metédami. Alebo pouzijeme iné flexibilnejsie
rozdelenie pre Y;, negativne binomické.
V pripade, Ze nepozname mechanizmus, ktory mohol sposobit prili§ velkud varianciu (overdisper-
sion), mdzeme to modelovat nasledovne: Var(Y) = ¢u a odhadnut ¢ pomocou
2
h=
n—p

nasledne musime tymto faktorom ponésobit smerodajné chyby. Ked budeme medzi sebou porovnavat
Poissonove modely s overdisperziou, budeme pouZivat F-§tatistiku namiesto y2. Tento model sa vola
quasi-poissonovsky a metoda sa vold quasi-maximum likelihood alebo pseudo-maximum like-
lihood, nakolko pri odhade sa pouziva MLE, ale pri $tatickej inferencii (napr. pri odhade kovarianénej
matice B) sa predpoklada, ze skutoc¢né funkcia hustoty Y; je inad. V tomto pripade mézeme pouzit
robustna kovarianénu maticu estimatora BML, ktora namiesto

VGT(BML) —p 17 (Bo),

predpokladé R

Var(BML) —p H(B*)_ll(ﬁ*)H(ﬁ*)_la
kde I je informacna matica, H je matica druhych derivacif a 5, je minimizator KL divergencie (vid cast
(A.4)). Tato metodu na vypocet lepsieho odhadu Var(farr) najdete pod ndzvom sandwich covariance
matrix v rovnomennej R kniznici zaloZenej na [Zei06].

2.4 Negativne binomické rozdelenie

Negativne binomické rozdelenie je bohatsie rozdelenie, ktorého limitnym pripadom (pre Var(Y) —
pa D=1 —0) je Poissonove rozdelenie

B(Y)=u, Var(Y)=p+ Dy,
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kde D je disperzny parameter.

Ako sme prisli k tomuto rozdeleniu? Majme skupinu, ktora je mix poissonovsky rozdelenych ndhod-
nych premennych, a nech je to Gamma mix tychto distribtcii. Teda ndhodna premenné ma rozdelenie
Pois(\) ale A nebude fixny parameter ale ndhodnéa premenna, ktora ma Gamma(0, k) rozdelenie. Ale v
ramci velkej skupiny sa podskupiny, ktoré maju iné viacsie alebo mensie priemery - viacsie alebo mensie
A. Pre tuto nahodnt premenna A plati: E(\) = 0k = u, Var(\) = 6%k = p?/k (tato parametrizacia sa
vola NB2) ateda E(Y) = E(E(Y|\) =paVar(Y)=EVar(Y|\)+Var(E(y|\) = u+Var(\) > p.

Potom i
y+k—1 po\Y k

PY =qy) = i
¥=3) <kﬁﬂ-)(u+k) ptk

Potom E(Y) = p, Var(Y) = p+ tp? = p+ Dp?, pre D = 1/k. Negativne binomické rozdelenie
(nech Z je rozdelené NB) popisuje pocet nezéavislych pokusov s fixnou pravdpodobnostou ;ﬁ’ kym
nastane k-ty "uspech", v tomto pripade Y je, o kolko viacej ako k musime mat pokusov, aby nastal
k-ty "uspech"(Y = Z — k). Negativne binomické rozdelenie teda dobre modeluje situécie, kde napr.
systém zvladne £ zlyhani. V pripade NB rozdelenia 7; = log ﬁ

Porovnanie Poissonovho a Negativne binomického GLM modelu. Neformalne mdzeme
porovnat tieto modely na zéklade AIC. Dalej, nakolko Poissonov model je $pecialnym pripadom pre
D = 0, avsak testujeme parameter D na okraji parametrického priestoru, lebo D > 0, preto likelihood
ratio nema asymptoticky x? rozdelenie. Ale je to mix dvoch distribticii: 0.56¢+0.5x%, kde dy je Diracova
miera v bode 0, preto spravna p-hodnota pre test Hy : D = 0 je polovica z tej z x? testu (|SL87]).

Iny test na overdispersion: Chceme otestovat Hy : D = 0 voéi alternative Hy : D > 0 (alebo D < 0
pri underdispersion), vieme, ze Var(Y) = p + Dy?, teda pozrieme sa na parameter D v nasledovnej
linearnej regresii bez interceptu

A — 2
(i = i) =i _ i,
i Hi

detaily mozete najst v [CT05] a [CT10].

Existuje aj ind parametrizacia (NB1) negativne binomického modelu (E(X) = p a Var(\) =
p+ %), ktord uvazuje, ze pre velké k ide variancia Y k poissonovskej variancii y. Tato parametrizacia
vedie k E(Y) = pa Var(Y) = u(l + k)/k, teda variancia je linedrna v p (narozdiel od kvadratickej
ako v pripade povodnej parametrizécie, ktora nesie nazov NB2). Narozdiel od NB2, pri NB1 modeli
a k nie st ortogonélne parametre a teda B nie je konzistenty odhad, ked model pre strednt hodnotu
plati, ale skuto¢né rozdelenie Y nie je negativne binomické.

2.5 Prilis vela alebo prilis malo nal

Mobze sa nam stat, ze v datach pozorujeme ovela viacej nil, ako by predikoval Poissonov model, toto
je iny problém ako overdispersion. Ako sa s tym vysporiadat? St na to dva zédkladné modely.

Hurdle Model uvazuje, ze nuly st generované inym procesom ako ¢isla vacsie ako nula, teda
predpokladamé, Ze nuly pochadzaju z distribtcie f,e.,, teda f.e.(0) = P(Y = 0) a kladné hodnoty
pochadzaju z distribucie feount(Yly > 0) = feount(¥)/(1 = feount(0)). Preto pozorované Y pochadzaji z
distribtcie

frero(0), if y =0,
= 2.1
v {—f ey Jeoune (), iy > 1. 2
distribucie feount @ frero, mOzu byt napriklad poisonovské alebo NB a st odhadnuté separatne pomocou
ML. Poznamenajme, Ze rozne regresory mozu byt pouzité na odhadnutie f.ount @ frero. Aka je motiva-
cia tohoto modelu? Ked pacient uz raz prisiel k doktorovi, jeho dalgia navsteva sa bude riadit inym
procesom. AK foount = fero, tak sme v obycCajnom Poissonovom alebo NB GLM modeli, takze tento
model je bohatsi. Na druhej strane musime odhadovat dvakrat tolko koeficientov.
Zero-inflated Model Podobne ako v predoslom modeli, len tu je f..., bindrne rozdelené, teda s
pravdepodobnostou f,..,(0) je y = 0 a s pravdepodobnostou 1 — f,.,(0) pochadza y 7z feount- Model
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teda uvazuje, ze pozorované Y pochéadzaji z distribticie

o fzero(o) + (1 - fzero(o))fcount<0)7 lf Y= 07
f(y> N {(1 - fzero(o))fcount(y)’ if ) Z 1.

Regresny model pre f..., je logit a pre feoun: je to Poissonova alebo NB distribucia.

2.6 Literatara

Okrem hlavnej ¢itanky of Juliana Farawaya [Far05] a knih Alana Agrestiho [AT07], [AK11], [Agrl5]
st to knihy od Camerona a Trivediho [CTO05],[CT10] a Rodriguezove poznamky ku kurzu o GLM na
Princetone [Rod15|. O privela nulach sa da docitat napr. tu [ZKJ07].
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3 Kontingen¢né tabulky

Budeme uvazovat situaciu, ked méame 2 alebo viac kategorickych dét - tieto mézu byt nominalne
(bez poradia - zlty, zeleny, modry) alebo ordinalne (silno nesthlasim - nesthlasim - sthlasim - silno
stthlasim).

3.1 [2x2] tabulky

Chceme vediet, ¢i mé vlastnost B vplyv na kvalitu suciastky oproti vlastnosti A. V datach pozorujeme
pocty suciastok kvalitné-nekvalitné s vlastnostou A alebo B.

3.1.1 Vyberové schémy

St rozne sposoby akymi mozeme tieto pocty merat. Moézeme odmerat vSetky pocty A B
za urCity Cas, tato situacia bude modelovana Poissonovskym rozdelenim. Alebo v | y11 12 | na.
moézeme nahodne vybrat fixny pocet suciastok a potom spocitat pocty v roznych X | y12 oo | no.
kategoriach, ¢o je rozumné modelovat multinomickym rozdelenim. ni Mo | N

Ak samplujeme s fixovanym poc¢tom suciastok s vlastnostami A a B, potom tomu zodpoveda bi-
nomické rozdelenie. V pripade, Ze nadizajnujeme experiment tak, aby sme dostali pozadovany pocet
dobrych a zlych suciastok a zaroven fixovany pocet s vlastnostami A a B, potom sa pravdepodobnostna
distribucia poc¢tov suciastok v jednotlivych kategoridch da popisat hypergeometrickym rozdelenim.

e Poissonove rozdelenie
Log-likelihood (bez ¢lenov nezahriujicich odhadované parametre)

log L = Z i log(pi),

Linkova funkcia
log =+ a; + 35,
pozor i a j teraz definuju kategorie dvojsmernej tabulky, predtym i je index jednotlivych pozo-
rovani. Nakolko by po pridani interakéného ¢lena bol model saturovany (mal by devianciu 0),
deviancia Dp z tohoto modelu sa da pouZit ako testovacia x? Statistika na testovanie signifikan-
tnosti interakcie.
e Multinomické rozdelenie
Log-likelihood (bez ¢lenov nezahriiujtucich odhadované parametre)

log L = Z Yij log pij,
i,
ak by sme chceli otestovat hypotézu nezavislosti dvoch kategérii, teda Vi = j : p;; = pipj,
maximum likelihood odhad pre proporcie p;; za predpokladu nulovej hypotézy je fi;; = np;p; =
> Yij 2_; Yij/n. Pre saturovany model plati fi;; = y;;, preto je deviancia rovna

Dy =2 yislog(yii/ i)
2¥)
a ide o presne ti istii hodnotu ako deviancia z modelu z Poissonovského rozdelenia. Toto vsak
nie je prekvapivé, pretoze ak Yi,--- Y}, st nezavislé s rozdelenim Pois()\;), potom distribucia
Y1, -+, Y, za podmienky ). Y; = n je multinomické rozdelenie s parametrom p; = A;/ > . A;.
e Binomické rozdelenie

Log-likelihood a deviancia binomického regresného modelu bola popisané v predoslej casti textu.
Deviancia D modelu iba s interceptom, teda za platnosti hypotézy homogeneity (teda plati
model len s interceptom), je rovnakéa ako Dy a Dp:

Dp = Dy = Dy
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e Hypergeometrické rozdelenie - mame zafixované marginalne siuc¢ty a chceme vediet ako bude
vyzerat tabulka. Za predpokladu nezéavislosti vyzera Likelihood nasledovne

(y11 + yi2) (y11 + vo1) (ya2 + y22) (Y21 + y22)!

L =
y11'y12!y21 1y !n!

Pri zafixovanom y;; vieme ostatné cleny dopocitat, nakolko ¢iasto¢né sucty su fixované. Preto
mozeme scéitat pravdepodobnost vSetkych moznych situacii extrémnejsich ako tie {y;;}, ktoré
pozoriujeme v datach. Toto sa nazyva Fischerov exaktny test. Vyhodou je, Ze nie je zaloZzeny
na ziadnej aproximacii, preto funguje aj pri l'ubovolne malej datovej vzorke. Problémom moze
byt ho vyratat pri vacsom n.

Tabulka 1: Rézne modely na vyber dat (sampling schemes). Symboly v'a X oznacuju ¢i je subjekt s
vlasnostami A alebo B v poriadku. Modrou st oznacené kvantity, ktoré st zafixované predtym ako
pozorujeme poéty subjektov v roznych kategoriach {y;;}.

(a) Truth (b) Poisson (¢) Multinomial (d) Binomial (e) Hypergeometric

A B A B A B A B A B

v | pu1 pi2 | pu Viiyun iz |? Viliyn iz |7 Viiyn iz |7 VoY Y2 | nu
X | pi2 pa2 | D2 X | yi2 Yoo |7 X | yi2 Ya2 |7 X | yi2 Yoo |7 X | Y12 Yoo | No,
p1 po |l ? 707 ? 7 1n ni Mol n ny No|n

3.2 [IxJ] tabul'ky

Teraz nas zaujima vztah medzi dvomi kategorickymi premennymi, kde pocet kategorii je I a J. Mozeme

testovat nezavislost tychto dvoch faktorov. Nulovou hypotézou je Vi, j : p;; = p;.p; a na jej otesovanie

Y ATy 2 A A 2 _ (Oij—Ei5)® _ (yig—npij)? o ats
mozeme pouzit Pearsonove X?, ktoré ma tvar X° = Zl i = e kde O;; = y;; st

pozorované pocty a E;; = np;; st otakavané pocty za predpokladu nulovej hypotézy v kategorii (i, j).
Pocet stupiiov volnosti je rozdiel po¢tu stupiov volnosti saturovaného modelu I.J — 1 a po¢tu stupiiov
volnosti modelu za predpokladu nezévislosti (I — 1) + (J — 1), takze [J — I —J+1= (I —1)(J —1).
Priklad: o¢i € {zelené, orieskové, modré, hnedé} a vlasy € {¢ierne, hnedé, ¢ervené, blond} a I = J =4 a
preto je pocet stupiiov volnosti (4 —1)- (4 —1) =9.

Je nesmierne uzitocéné data vizualizovat. Okrem tradi¢nych zobrazovacich technik je uzito¢nym
nastrojom aj koreSpondenc¢na analyza.

Zatneme tym, ze sa v poissonovskej regresii bez interakénych c¢lenov snazime vysvetlit pocet pozo-
rovani v jednotlivych kategoriach pomocou réznych kategorii. Koeficienty v tejto regresii nam vsak nic¢
nehovoria o vztahu tychto dvoch kategorickych premennych, naopak, tato regresia uvazuje nezavislost
tychto dvoch premennych. Ak tento model nepopisuje data dobre (prili§ velka deviancia), predpoklad
nezavislosti zamietame a potom mé zmysel pozriet sa blizSie na nevysvetleni varidciu v poc¢toch pozo-
rovani v jednotlivych kategoriach (za predpokladu nezavislosti), napriklad cez Pearsonove rezidua.

Ak by bol model nezavislosti vhodny, v reziduéch by sme ni¢ neuvidieli, teraz sa vSsak mozeme pozriet
na Struktiru rezidui. Matica reziudui R je I x J matica. Tt vieme rozlozit pomocou singular value
dekompozicie (SVD)

T
RI><J = UIXWDWXWVWxJ7

kde D je diagonalna matica a W = min{/, J}. Geometria SVD je nazorne vysvetlena v [Ausl6|. Nech
je podstatna ¢ast varidcia rezidui vysvetlena pomocou dvoch najvacsich singularnych hodnot.

Rij = Undh V1 + UndsVia = (Unv/dy) (Vi /) + (Uiz\/d2) (Via/do) = UZ VS, + U Vi

* *

Potom vieme rezidua zobrazit (v jednom grafe) v priestore (Uj}, U) a (V}}, V}3), ¢o je vyhodné.
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Kategorie daleko od (0,0) st netypické.

Ak st kategorie i (zobrazené v priestore (U, Uj)) a j (zobrazené v priestore (V}3,V}3)) blizko
seba, su pozitivne asociované.

Ak st stredovo samerné so stredom samernosti v bode (0,0), potom st negativne asociované.
Ak st dve ¢ kategorie blizko seba (alebo dve j kategorie blizko seba), mézme uvazovat o ich spojeni
do jednej kategorie.

Zhrnutie: Z regresie predpokladajicej nezavislost premietneme rezidué do dvojrozmerného ortonormal-
neho priestoru, kde lepsie vidime ich asociaciu.

3.3 Matched pairs

Doteraz sme sa zaoberali situaciu, ze mame dve kategorické premenné toho istého subjektu. Teraz

budeme pozorovat taki isti kategorickt premenntu pre dva sparované objekty. Napriklad kvalita zraku

pravého a lavého oka, kde sparovanie je prirodzené podla Tudi (teda majitelov danych o&i).
Zaujimavé hypotézy, ktoré moézeme testovat

(I) Nezavislost: Vi, j : p;; = p;p; toto modZeme testovat pomocou Pearsonovho X2

(S) Symetria: Vi,j : p;; = pji. Testujeme to tak, ze vytvorime nové dvojité faktory u ktorych

nezélezi na poradi. Napr. (dobry, uspokojivy) a (uspokojivy, dobry) bude jeden a ten isty faktor

a pouzijeme napriklad poissonovski regresiu (pozrieme sa na devianciu).

e (QS) Kvazi-symetria:Vi, j : pf;;j = 1%’ je to isté ako nasledovny model p;; = «;8;7;; takze
moZzeme pouzit poissonovski regresiu na logy;; = lognp; = logn + loga; + log B; + logvi; a
pozriet sa na devianciu, ¢i tento model dobre popisuje data.

e (MH) Marginalna homogenita: Vk : p,. = pj. Nakolko (MH) + (QS) = (S), modzeme
porovnat modely zaloZené na (QS) a (S). Ak je fit tychto modelov vyrazne rézny, potom zamietame
hypotézu o platnosti (MH).

e (QI) Kvazi-nezavislost: Vi # j : p;; = p;p; otestujeme tak, ze vyhodime data na diagonale a

otestujeme nezavislost ako predtym (cez Pearsonove X? alebo pomocou poissonovskej regresie).

3.4 Trojsmerové tabulky a Simpsonov paradox - Three-way tables

Predstavime si, Ze nas zaujima ako vplyva fajéenie na dlzku Zivota. Pozrieme sa na ista skupinu Iudi
¢i fajcia alebo nie a o 20 neskor sa pozrieme, ¢i umreli alebo este ziju. Ked sa pozrieme do dat, tak
medzi fajéiarmi je 76% zivych avSak medzi nefajéiarmi je ich len 68%. Toto sa moéze zdat na prvy
pohlad prekvapivé a jeden by sa mohol nazdéavat, Ze fajcenie predlzuje zivot (!) Ked sa vSak pozrieme
na podskupiny v roznom veku, napr. na 35-44 ro¢nych, vidime, ze naopak, fajcéiari sa dozivaju viacej.
A to dokonca v v kazdej vekovej kategorii. Tento fenomén je pre mnohych Tudi natolko prekvapivy,
7e mé svoj vlastny nazov Simpsonov paradox. V pripade fajc¢iarov je dovod ten, ze mladsi Tudia,
ktori sa prirodzene dozivaju vyssieho veku fajcia ovela viacej. Znamy je priklad z prijimacich skusok
z roku 1973 z University of California Berkeley, ktora bola siudena kvoli tomu, Ze kym 46% muZov
bolo prijatych, pri Zenach toto ¢islo bolo len 30%. Ked sa vSak blizsie pozrieme na data zistime, Ze
Zeny boli uspesnejsie na kazdom departmente (a to dokonca Statisticky vyznamne). Znalivy paradox
mé jednoduché vysvetlenie: Zeny sa v priemere viacej hléasili na prestiznejsie departmenty, kde podiel
prijatych uchédzacov alebo uchadzaciek je nizsi. Vizualizécia tohoto problému aj s uzitoénymi odkazmi
a vysvetleniami najdete tu [LP].

Pre dant konkrétnu vekovt podskupinu mozeme otestovat nezavislost napriklad pomocou Fishe-
rovho exaktného testu, kde nulova hypotéza je, ze pomer Sanci (odds ratio) je rovny jeden. Ak vsak
chceme testovat zdruzenu hypotézu nezavislosti pre vsetky vekové podskupiny naraz, potrebujeme ¢osi
rozumnejsie. Pre tabulky typu 2x2xK, kde vztah je podobny pre kazdu z K podskupin méme Mantel-
Haenszel test a jeho testovacia Statistika méa tvar

(Zk Y11k — Zk E(yir) — 1/2)2 2

~n—oo X
Zk var(yiix) 7 !
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Pri trojsmernych tabulkach je kompletna pravdepodobnostné distribucia popisana ¢islami {p;;x},
ozna¢me merginalne distribtucie pre jednotlivé kategoérie ako p;, p;, pr. MoZeme sa venovat nasledovnym
zaujimavym otazkam /hypotézam:

e Vzijomna nezavislost
Vi, j ko pijk = DipiDr
log E(Yij,) = logn + log p; + log p; + log py
Testovat mozeme pomocou Pearsonovho X2 alebo poissonovskej regresie.
e ZdruZena nezavislost
Vi, g,k : pijk = Pijpk
log E(Yyj1,) = logn + log pi; + log p
Testovat mozeme pomocou Pearsonovho X? alebo poissonovskej regresie, kde kategorie i a j s aj

s interakénym ¢lenom.
e Podmienena nezavislost

Vi, j, k DPijlk = DPi|kDPjk;

¢o nie je ni¢ iné ako p;jx = PikPjk/Pk-
log E(Yijx) = logn + log pi; + log pjx — log pi

Testovat mozeme pomocou Pearsonovho X? alebo poissonovskej regresie, kde kategorie i a j a
kategorie j a k st aj s interakénym c¢lenom.
e Uniformna asociacia

log E(Yijx) = logn + log p; + log p; + log py. + log pi; + log pix + log pjk
Tento model predikuje pre kazda skupinu £ rovnaké log-odds ratio, a to nasledovné:

(EY11xEY29r) [ (EY19. EYo ).

Pri trojsmernych tabulkach sa da pozerat na jednu premennu ako na vysvetlovani a na dalSie
dve ako vysvetlujuce a pozerat sa na problém ako na model binomickych dat. V pripade prikladu s
fajéenim by sme vysvetlovali to ¢i pacienti prezili 20 rokov pomocou toho ¢i fajéili a veku. Vlastnosti
takéhoto modelu

e binomicky model s interakénym prvkom je nasyteny

e binomicky model model bez interakcii je ekvivalentny poissonovskému modelu za predpokladu
uniformnej asociacie

e binomicky model len s interceptom je ekvivalentny poissonovskému modelu za predpokladu zdru-
7enej nezavislosti vysvetlovanej premennej a dvoch vysvetlujicich premennych

Binomicky model preferujeme ked sme v situacii ked je jedna z premennych jasne identifikovatelna ako
vysvetlovana. Ak je vztah medzi premennymi symetrickejsi preferujeme Poissonovsky model.

Korespondencéna analyza je mozna pokial spojime dve faktory do jedného, teda uvazujeme vsetky
mozné kombinécie.

3.5 Usporiadané premenné

Niektoré premenné st kategorické ale usporiadané. Mozeme

e tuto informéaciu zahodit a tvarit sa, ze ziadne usporiadanie neexistuje.
e — pouzit metody pre usporiadané multinomické déata (o tomto viacej nabudice)
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— ocislovat naSe usporiadané kategorické premenné. Netreba zabudnut vyskusat aj iné ocislo-
vanie a zistit ako velmi st nase vysledky citlivé na toto oc¢islovanie. Rozne skére moze viest
k roznym vysledkom a to ndm moze pomoct lepsie spoznat problém.

Teraz sa budeme venovat tejto poslednej moznosti. Ak st data intervalové, moézeme pouzit stred
intervalu. Uvazujme nasledovny model

log EY;; = lognp;; = logn + a; + B; + yu;v;,

kde nezavislost testuje hypotéza v = 0. Alebo mozeme byt v situdcii, kde len jednu premennt budeme
povazovat za ordinalnu, potom nas model bude vyzerat nasledovne

log EY;; = lognp;; = logn + a; + B; + uy;.

3.6 Literatiara

Oproti nasej ¢itanke [Far05] este napriklad kurz z Penn State University [Unil6].
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4  Multinomické data

Sme v situdcii, ze vysvetlovand premenna je kategorickda. Moze (usporiadanad premennd) alebo nemusi

(nominéalna premenné) byt pre nu definované usporiadanie. Majme individuala ¢ a ndhodna premennt,

ktora moze nadobtudat J roznych hodnoét. Ozna¢me p;; = P(Y; = j) pre ktoré musi platit ijl pij = L.
V datach pozorujeme Y;; - teda pocet pozorovani ¥; = j a oznacime n; = Zj Y;;. Pravdepodobnostnéa

distribtcia vektora Y;; (Jx1 vektor pre konkrétne i) za podmienky, Ze pozname n; je

n" Yil YiJg

yisl -y v

Hovorime jej multinomické rozdelenie. (Pravdepodobost jednej konkrétnej realizacie je p¥* - - - piy/

ked zalezi na poradi. Musime to teda ponasobit poctom vSetkych kombinacii s opakovanim y,”—;“,)

e i

P(Yﬂ:yil,"' 7Yz'J:yiJ):

Speciélnym pripadom je ked n; = 1, potom méa nédhodné premenna Y;; kategorické rozdelenie.
Pouzili sme oznacenie individuél pre i avSak to moze byt aj skupina. Dalsim Specidlnym pripadom je
binomické rozdelenie, a to pre J = 2.

4.1 Multinomicky logit

Multinomicky logit model je prirodzenym rozsirenim binérneho logitu. Kym pri binarnych datach sme
mali udalosti typu tspech-netspech, takze sme mali dve kategorie, teraz ich je viacej, konkrétne J.

Chceme urobit model, preto je nasou ambiciou prepojit parametre pozorovaného multinomického
Y;; s ostatnymi vysvetlujicimi X;. Urobime to rovnako ako pri binomickom modeli, teda ked J = 2.
Teraz si zvolime jeden vystup ako bazicky - zafixovany a vSetky pravdepodobnosti budeme modelovat
relativne k tomuto bézickému vystupu. Moze to byt napriklad j = 1 alebo j = J, vobec na tom nezalezi
a vedie to k dplne totoznym vysledkom.

Vi=2,---,J: log&:x?ﬁj:mj
Pi
exp(ni;)
14327, exp(nij).-

Teraz vsak mame J — 1 rovnic a pre kazdy log-odds méme iny vektor parametrov (ak méame K
regresorov, potom je f3; taktiez vektor dlzky K). Parametre odhadujeme metédou maximum likelihood.
V programe R na odhadovanie méame funkciu multinom z kniznice nnet (neexistuje ziadne mystické
prepojenie multinomického rozdelenia a neurénovych sieti, ide len o to, Ze sa da na odhadovanie oboch
pouzit podobné optimaliza¢na metoda.)

Vyhodou multinomického rozdelenia je, Ze ak spojime viacero kategérii do jednej, potom vysledné
rozdelenie je taktieZ multinomické. Preto moéZzeme vystup typu (silno nesihlasim - skor nesihlasim -
skor stuhlasim - silno sthlasim) modelovat aj jednoduchsie, napriklad takto (nesthlasim - sthlasim).

Interpretacia parametrov je rovnaka ako v pripade binomického modelu, tu vSak relativne k bazickej
kategorii. Na porovnanie vnorenych modelov moézeme pouZit rozdiel deviancii, ktory mé x? rozdelenie.

Dé sa Tahko ukéazat, ze p;; =

4.1.1 Predpoklad nezavislosti irelevantnych alternativ (Independence of Irrelevant Al-
ternatives)

Dolezitym dosledkom multinomického logit modelu je to, Ze pomer pravdepodobnosti dvoch alterna-
tiv (napriklad vlak, autobus) nezavisi od vlastnosti inych alternativ (auto). Toto nie je splnené ak st
niektoré alternativy substituty. Klasicky pribeh na porusenie tohoto predpokladu je nasledovny: mo-
delujete akym spésobom sa Tudia prestvaju z miesta A do miesta B, nech st nasledovné 4 alternativy
rovnako pravdepodobné (Cerveny autobus, modry autobus, auto, vlak), teda proporcie Tudi vyuzivaju-
cich tieto alternativy sa (0.25,0.25,0.25,0.25). Co sa stane ak premal ujeme modry autobus na ¢erveno?
Podl'a nasho modelu by mali byt pomery medzi kategériami zachované, takZze by sme mali pozorovat
(0.33,0.33,0.33), avsak v praxi je zrejmé, ze na farbe az tak nezalezi a ludia vyuzivajici modry bus
budu radsej vyuzivat ¢erveny autobus ako auto alebo vlak, takze proporcie buda (0.5, 0.25,0.25). Toto
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je v8ak v rozpore s multinomickym logitom. Testy na ITA st popisané v [LF06| v kapitole 6, ale nestoja
za vela.

4.1.2 Multinomicky logit ako GLM

Nakol'ko Poissonove rozdelenie podmienené pocétom nastanych udalosti je multinomické rozdelenie,
mozeme odhadnit multinomicky model pomocou poissonovej regresie. Musime si vSak prerobit data.
Pre kazdé pozorovanie v nasej vzorke si dodefinujeme response faktor, ak méame 413 pozorovani, tak si
vytvorime faktor, ktory nadobtida 413 réznych hodnot. V pripade, Ze mame individualne data, tak kazdé
1 pozorovanie prerobime na J pozorovani. Ak napriklad méme individuala, ktory volil demokratov,
tak sa na toto porozovanie pozerdme ako na 3 pozorovania: ze 1 krat volil demokratov, 0 krat volil
indififerentne a 0 krat volil republikanov (J = 3 v tomto pripade). Pre kazdé z tychto J porozovani mame
aj kategoricky faktor (demokrat, indiferentny, republikian). Takto sme si vlastne preorganizovali
data do kontingencnej tabulky (vid kapitola o kontingenénych tabul'kach).

Null model, teda model kde pocet udalosti vysvetlujeme response faktorom a kategorickym faktorom
bez interakéného ¢lenu zodpoveda hypotéze, Ze vietky vystupy (demokrat, indiferentny, republikan)
maji fixni pravdepodobnost pre vSetkych individuédlov ¢, inymi slovami: je to multinomicky model len
s interceptom, bez ziadnych vysvetlovanych premennych.

Null model - kategérie maju fixni pravdepodobnost

e Multinomicky model len s interceptom na poévodnych datach (velkosti N)

Yi; ~ Multinom(pix, piz, -+ ,pig), Vi=1...NVj=2,--- J: log% = ¢,
Pi1

e Poissonovsky model bez interakéného ¢lena na reorganizovanych datach (velkosti J x N)

Yij ~ Pois(pi), log(pi;) =~ +rfi+cf
kde rf; je response faktor a cf; je kategoricky faktor.?

Tieto dva modely vedi k tplne totoznej deviancii, st ekvivalentné.

Teraz ak chceme napr. modelovat efekt mzdy na pravdedpodobnost volby jednotlivych stran, pri-
déame do poissonovskej regresie interakény ¢len s kategorickym faktorom.
Model s regresorom - pravdepodobnost kategorie zavisi od regresora x

e Multinomicky model s regresorom na povodnych datach (velkosti V)

Yij ~ Multinom(pi, piz, -+ ,pis), Vi=1...NVj=2,--- J: log]ﬁ =cj + Bz,
Di1

e Poissonovsky model s interakénym ¢lenom na reorganizovanych datach (velkosti J x V)

Yij ~ Pois(pij), log(pi;) = v+ rfi+cfj +cfjxx;
kde rf; je response faktor a cf; je kategoricky faktor.

Tieto dva modely vedu k tuplne totoznej deviancii, st ekvivalentné.
Musime si vSak dat pozor na to, ktora je bazicka (referen¢né) kategoria.

2Poznamenajme, ze log(u;;) = v+ f; + cf; je schematicky zapis. Pri 413 pozorovaniach mame 413 response faktorov
a efektivne 412 dummy premennych v regresii so 412timi prislachajacimi regresnymi koeficientami.
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4.2 Linearna diskriminac¢na analyza

Majme p x 1 vektor prediktorov z; a zoberme si odhad jej kovarian¢nej matice (p X p)
S=> (v —7)(z; —1)"
i=1

Tato matica sa da rozlozit ako S = W + G, teda within group kovarian¢na matica
G Ng
- —\T
W= Z Z(Igi — Zg)(xgi — Ty)
g=1 i=1

a between group kovarianc¢na matica

(g —2)(7y — 7)".

G
B —
9=
Tu nejde o ni¢ iné ako aplikiciu Var(X) = EgVar(X|G) + Var(Eq(X|G))
Teraz nasou tilohou je najst taki linedrnu kombinaciu vektora a’z, Ze between variancia v smere a,
teda a’ Ba bude ¢o najvicsia oproti within variancii. Teda vyberieme a, ktoré maximalizuje

a” Ba
aTWa

4.3 Hierarchicka vysvetl'ovana premenna

Predstavme si vystup typu (ziadna choroba, chorobal, choroba2, choroba3). V datach pozorujeme
situaciu, ze najviac individualov je v prvej kategorii, teda nemaji ziadnu chorobu. Na problém sa
mozeme pozerat dvoma sposobmi:

e Multinomicky model z poslednej podsekcie:

P(Y; = j) ~ pii'pis’vls iy’

e Hierarchicky model: pravdepodobnost prepiSseme inym spoésobom

P(Y;,=j)~ pyfl (pz‘2+pz‘3+pi4)yi2+yi3+yi4 X <—pi2 )W (—pig )yiS (—pm )W
’ Di2 + Piz + Dia Pi2 + Piz + Dia Pi2 + Piz + Dia

— Ma chorobu? pYi* (pia + pi3 + pig)viztvisTvis
Mozeme pouzit napriklad bindrny logit

) Yi2 ) Yi3 ) Yia
— Ak ano, aka chorobu? (p—2> (p—3) (p—4)

Pi2+Di3+Dpia Pi2+pi3+Dpia Pi2+Diz+pia
Moézeme pouzit napriklad multinomicky logit.

Na ¢o to vlastne je? Vdaka takému pristupu mozeme lepSie porozumiet akym sposobom si vy-
svetlujice premenné ovplyviuja pravdpodobnost choroby. MéZeme byt napriklad v situécii, Ze nejaky
regresor predikuje pravdepodobnost nejakej choroby ale na druhej strane nevie medzi nimi rozlisit,
ktora to je. Tento hierarchicky trik moze byt vyhodny aj v situécii, ked mame usporiadant premennt
(vid dalsia podsekcia) ale mame tam jednu kategoriu typu 'neviem’ alebo 'meodpovedal’, ktora nam
kazi to usporiadanie.
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Obr. 1: Zdroj: Faraway (2014)

4.4 Usporiadana kategorickd vysvetlovana premennéa

Majme teraz kategorickd premennt na ktorej je definované akési prirodzené usporiadanie. Mozeme pou-
zit skore a priradit jej hodnoty ale tym padom prinesieme do modelu novi informéciu o kvantitativnych
rozdieloch medzi skupinami.
Budeme pracovat s kumulativnymi distribuénymi funkciami. Pre¢o? M4 to vyhodu, v tom, Ze po-
Tahky spojime dve susedné kategorie do jednej a ni¢ sa nam nezmeni. v;; = P(Y; < j) a vy = 1.
Linkovou funkciou prepojime regresory s -;;:

g(’)/zg) = 9j - m?ﬁa

ako funkciu ¢(.) budeme uvazovat logit, probit a complementary log-log funkciu. Vsimnime si, Ze teraz
méame len jeden vektor 5 (a nie J vektorov ako v pripade neusporiadanej vysvetlovanej premennej).

Ako sme k tomuto dosli? Majme premennt Z;, pre ktorta plati, ze Y; = j vtedy ked 0;_; < Z; < 0;.
Nech mé posunuté Z;, teda Z; — a7 3 rozdelenie F, potom:

P(Y;<j)=P(Z <0;)=P(Z; —xl B <0; —al B) = F(0; — z} B).

exp(0;—z7 B)
1+exp(8;—al B)
mulativne pravdepodobnosti 7;;. Ak je F' cdf norméalne rozdelenej nahodnej premennej tak dostdvame

probit model, ak je F' cdf nadhodnej premennej, ktord méa extreme value distribution, potom dostavame
komplementarny log-log model.
Vol'ba linkovej funkcie moze viest k tymto 3 réznym modelom:

Ak je F' cdf logistickej ndhodnej premennej potom v;; = a teda mame logit pre ku-

e Proportional Odds Model
e Usporiadany Probit Model
e Proportional Hazard Model

Nech teraz v;(X;) = P(Y; < j|X;).

4.4.1 Proportional Odds Model
7 (@)
1 —;(w:)
Tento model méa vlastnost, Zze relativne odds nezavisia od skupiny j. Teda ak sa x; zmeni na x,,
odds sa zmenia rovnako pre vSetky kategorie j Gplne rovnako

( 75 (21) )/< 7(72) ) = exp(—(z1 — z3)" §).

1 —;(z1) 1 —7j(w2)

log =0, —alB, j=1,--,J—1
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4.4.2 Usporiadany Probit Model
O (@) =05 —af B, j=1.-, 1

4.4.3 Proportional Hazard Model
log(—log(1 = () =0 + 27 B, j=1,,J—1

P(Y; = j) i Yij— Yig1

Hazard(j) = P(Y; = j|Y; > j) =

==
[V

P( 9 l—ii1 =i
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5 GLM (Generalized Linear Model) vSeobecne

Teraz si ideme zovSeobecnit to, ¢o sme uz viackrat videli v predoslych kapitolach. A upraceme to vsetko
pod jednu strechu.
GLM je definovany dvoma vecami,

e distribuiciou Y
e linkovou funkciou, ktora prepaja E(Y') a linearny prediktor n = By + fiz1 + - - - + Bpxp.

5.1 Distribtucia
GLM uvazuje, ze data Y prichadzaji z nasledovnej pravdepodobnostnej distribicie:

F(yl0, ) = exp |2 + c(y, ¢)

a(o)
kde

e () - parameter polohy (location parameter),
e ¢ - parameter disperzie (dispersion parameter).

Pre rozne 6, a(0), ¢, a(9), c(y, ¢) dostavame Normalne rozdelenie, Poissonove rozdelenie, binomické roz-
delenie alebo mnoho dalsich inych rozdeleni. Ide o exponencialnu triedu rozdeleni. Pre niektoré
rozdelenia je disperzny parameter zafixovany ako ¢ = 1, ako napriklad Poissonove alebo binomické.
(Negativne binomické rozdelenie napriklad nepatri do triedy exponencialnych rozdeleni.)

Normalne rozdelenie

Q - 02v a((b) ¢7 Y,0) = —

yf)+0(y,c>)]=exp[ -

a(p

(y_/) + log(2m¢ )
y?
Pl

g(2m0" ))]

E
2
(
- manp[ %}

1
Flo, 0) = exp 5

Poissonove rozdelenie

ﬂm¢m=mpP7@r-

Binomické rozdelenie

fylo,¢) = exp [y_—) + c(y, o)] = exp ! _ +1og (Z) _

a(¢p

Pre exponencialnu triedu rozdeleni plati

B(Y) = u=(6)
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Var(Y) =0"(0)a(¢)

Pre normaélne rozdelenie b”(0) = 1, preto Var(Y') nezavisi od E(Y).

Funkciu 0”(6) nazyvame aj varian¢nou funkciou (variance function) a budeme oznacovat V' (u).

Tu bolo teraz zadefinovanych velmi vela novych symbolov, funkecii ale netreba sa toho bat. Ide o to
vSimnut si, ze v com su vSetky tieto rozdelenia a rovnako aj pristupy k modelovaniu dat podobné.

5.2 Linkova funkcia

Linkova funkcia je spdsob akym prepojime regresory a priemernt hodnotu Y. Uvazujme linedrnu kom-
binéciu regresorov, ktora budeme nazyvat linearny prediktor

n=_0+ B+ + Bya, =a" B

Linkova funkcia g je funkcia o ktorej GLM predpoklada, ze g(u) = g(E(Y)) = n. Toto plati pre
kazdé jedno pozorovanie. V skuto¢nosti je spravnejsie zapisovat g(E(Y;|X; = x;)) = n;, pre pozorovanie
1, nesmieme totiz zabudat, Ze modelujeme podmienené rozdelenie Y za podmienky X = z.

V Gaussovskom modeli je linkova funkcia jednoducha, a to konkrétne n = p. Ak by sme zvolili inti
linkovti funkciu, dostali by sme y = ¢! (27 8) + €. Pozor, toto nie je to isté ako g(y) = 273 + ¢, teda
ako linearna regresia na transformovanych odozvach (ypsilonoch).

Vol'ba linkovej funkcie g musi respektovat defini¢ny obor parametra. Linkovi funkciu nazyvame
kanonicka ak plati g(p) = 6, vacsinou pouzivame tuto linkovu funkciu.

Distribtucia Link Var. funkcia Deviancia
Normaha e I S i)
Poissonovska 1 = log 1t > ilyilog & — (yi — fui)]
Binomicka n=log  p(l—p)/n 3 lyilog & — (ni — fii) log((ni — i)/ (ni — i)
Gamma =W 1 2 S =log & — (g, — jus) /i
Inverznd Gauss™ W' =% p? >y — )/ (i)

=

5.3 Odhad parametrov

Odhad parametrov budeme robit cez maximum likelihood, log-likelihood vyzera nasledovne,

Zlog L(6;, ¢ y1) = Z ({yﬁl—b(&)} + C(?/Mb)) :
: : a(9)

Vsimnime si, Ze disperzny parameter ¢ nezavisi od pozorovani, nemé preto index ¢. To je tym, ze
distribucia regresorov ovplyviuje len parameter strednej hodnoty a tym aj parameter 6. Analytické
rieSenie mame len pre Gaussovsky model, inak rieSenie musime hladat numericky. TaktieZ pozname-
najme, ze  — 1; — u; — 0; — L; Teraz popiSeme ako jeden konkrétny algoritmus na najdenie odhadu
maximum likelihood vyzera. Vola sa Iteratively Reweighted Least Squares.?

Pre jednoduchost zacnime linearnym modelom Y = X5 + €, v ktorom je vSak heteroskedasticita a
teda variancia Y nie je konstanta ale je proporcialna nejakej funkcii f linearneho prediktora (Var(Y) o
f(n), kde g =n = xTB) V pripade heteroskedasticity vahujeme pozorovania inverzne variancii, preto
% x f(n). Zatneme s rovnakymi vahami, odhadneme [, prepoc¢itame vahy az pokym sa parametre
ani vahy prili§ nemenia.

V pripade GLM modelu budeme postupovat rovnako, len s jednou modifikdciou. Chceli by sme
urobit regresiu ¢g(y) na X av8ak s vahami inverzne proporcialnymi Var(g(y)). Pre niektoré pripady vsak
priamo regresovat priamo ¢(y) nedéva zmysel (pre binomicky model mame logit(0) alebo logit(1)). Preto

namiesto ¢g(y) budeme budeme na X regresovat jeho linedrnu aproximéciu okolo u: g(y) =~ g(u) + (y —
2
g (k) =n+(y— M)Z—Z = z, s tym, Ze variancia tejto linearnej aproximécie bude Var(z) = <Z—Z> V()

a vahy nastavime ako 1 = Var(z).
Algoritmus bude vyzerat nasledovne

3Toto nam da rovnaky vysledok ako keby sme pouzili znaAmy Newton-Raphsonov algoritmus na pocitanie optima.
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1) Nastavime uvodné hodnoty pre 7y a fio

2) Skonstruujeme zo = 7o + (y — ﬂo)g—mﬁo

(1)
(2)
2
« . 7 d i
(3) Skonstruujeme vahy* - = (ﬁ) |20V (fi0)
(4) Regresiou zy na X odhadneme /3 a pomocou toho dostaneme 7; a z toho potom aj iy
(5) Opakujeme kroky (2)-(4) dokym parametre neskonverguju.
Odhady variancie maji nasledovni formu VAar(BA) = (XTWX )‘%, kde W je matica, ktord mé na
diagonale vysledné véahy.
V pripade binomickych dat vyzeraju ¢leny vstupujice do algoritmu nasledovne:
logit(). 1= T V()= (1~ p)/ (1-p)
n=logit(p), — =—, p) = p(l—p)/n,  w=mnu(l—p),
dp  p(l—p)
ako uvodné hodnoty moézeme nastavit fip = y a 1y = logit(fip). Toto moézeme urobit ak y pre ziadne
pozorovanie nie je nula.
Nakol'ko je disperzny parameter ¢u;, = 1 pre binomicky model a pre gaussovsky je to ¢y, = o2,
musime vysledné smerodajné odchylky podelit odhadom variancie rezidui z linearneho modelu.

5.4 TIteratively Reweighted Least Squares

Teraz si ukdzeme, ze preco je hore uvedeny IRWLS algoritmus len to isté ako Fisher-scoring algoritmus
na maximalizovanie likelihoodu.

Uvazujme len 1 porozovanie. Nasou tlohou je odhadnit 8 pomocou metdédy maximélnej vierohod-
nosti. Uvazujme skdlovaci parameter ¢ fixny.

Parcialna derivacia log-likelihoodu jedného pozorovania je

7= () () (o) (55
7~ () ) () =

75~ i) () () o0 = iy (3 ) =

ol

9B;
vztah medzi Fisherovou informa¢nou maticou () a priemernou hodnotou kvadréatu skore funkcie.

0?1, al; 0l;
[(k,l):_E( 7 >:E( 3 Z):E ol
: 95,05.) ~ " \omap,) = F

. ) () wimp)? (o) 1 (o)’
V naSom pripade preto mame I, = E Wary? (677:) TiiTik | = Varmn (%:) TiiTik

Ozna¢me u;;(8) = +5-(5), teda ide o skore funkciu. Pre maximum likelihood estimator pozname

Pre n pozorovani méme

I B

pre vhodnu volbu matice A.
Podobne Fisherova informac¢né matica mé tvar

I=—-F 8—2l = XTwx
N 0BOpT |

pre vhodnii volbu matice W. Naviac plati A = Wg_Z‘

1

max{é,(g—ﬂ)‘ﬂov(ﬂo)}7 kde ¢ je nejake malé

4Aby sme sa vyhli nekoneénym vaham tak sa vahy regularizuji, teda wg =

¢islo.
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7 Taylorovho rozvoja vieme, ze

u(Bo)

S5 (6 B

u(B) ~ u(fo) +

Ozna¢me maticu H(f) = 815(6’8 ).

~

V optime ma platit u(5) = 0, preto nam lava strana rovnice dava

B = Bo— H ™ (Bo)u(Bo).

Iterativna metoda zalozend na vyuziti tohto vztahu sa nazyva Newtonov-Raphsonov algoritmus. Ak
—H(3y) nahradime jej strednou hodnotou, teda I(/3), dostavame Fisher-scoring algoritmus

B = Bo+ 17" (Bo)u(Bo)-
V nasSom pripade teda bude mat iterativna schéma nasledovny tvar
B =50+ (XTWX) T XT Ay — p)
Preusporiadanim dostavame
BN = (XTWX)™ (XTWX Y + XT Ay — 1))

ﬁ(t-l—l) — (XTWX)_IXTWZ,

kde z = n + (g—Z) (y — ) an = Xp. Takze maximalizovanie likelihoodu pri GLM pomocou metody

Fisher-scoring je to isté ako iterativne aplikovanie metédy vazenych Stvorcov na z, teda na linearizovana
verziu odhadu odozvy.

5.5 Testovanie hypotéz
Vhodnost fitu

Deviancia, teda log likelihood ratio statistika na porovnanie skiimeného modelu voci saturovanému
modelu, teda takému, ¢o data fituje uplne presne

2(log L(y, ¢;y) — log L(fi, ¢;y))

vyzera pre nezavislé pozorovania nasledovne

D 2wi(yi(B: — 6:) — b(B:) + b(6)) /¢,

kde #; st odhady v saturovanom modeli. Devianciu pouzivame na to testovanie vhodnosti fitu.
Pearsonove X? vyzera nasledovne

2 (yi — ﬂz)Q
Y2 )
a d& sa pouzit na testovanie vhodnosti fitu podobne ako deviancia.

Obe &tatistiky, aj deviancia aj Pearsonov X? sii asymptoticky rozdelené ako x? s po¢tom stupiiov
volnosti ako rozdielom v po¢toch identifikovatelnych parametrov (pre saturovany model je to n, pre
mensi model je to p, takZe mame n — p stupiiov volnosti).

Toto je neuzitocné pre Gaussovsky linearny model, lebo nepozname disperzny parameter narozdiel
od binomického a Poissonovho modelu kde je ¢ = 1.
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Porovnavanie vnorenych modelov

Rozdiel deviancii D1 — Diarge mé asymptoticky rozdelenie ako x? s po¢tom stupiiov volnosti Af1arge —
df sman- Pre modely kde nepozname disperzny parameter ¢, sa viak da odhadntat pomocou X?/(n — p).

Potom ma Statistika
(Dsmall - Dlar‘ge)/(dfsmall - dflarge)

~

¢

priblizne F-rozdelenie. Pre Gaussovsky linearny model ma tato Statistika presne F-rozdelenie.

5.6 Diagnostika

Dolezitou sucastou kazdej datovej analyzy je kritické zhodnotenie prepodkladov modelu. Toto mézeme
robit obrazkami alebo $tatistickymi testami.

Teraz nejaké nazvoslovie:
Rezidua

e Response rezidua: r =y — [
Yy—p
V(i)

e Deviance rezidua: rp = sign(y — j1)y/d;, kde D = >, d;

e Pearsonove rezidua: rp =

Vplyvné pozorovania
Diagonalny ¢len h; matice H

H=W"Xx(XTwXx) ' XxTw/?

nam hovori ako velmi vie pozorovanie i potencidlne (napr. ak by sme pozorovali ini hodnotu y;) ovplyv-
nit fit (tomuto sa hovori leverage).

Okrem toho nas moze zaujimat ako priamo by ovplyvnilo vynechanie i-teho pozorovania fit (tomuto
sa hovori influence). Na toto sluzi Cookova Statistika

(B = BT (XTWX)(Biy — )
0

kde [3(1') je odhad parametra pri vynechanom i-tom pozorovani. Jednoduché pravdilo je, ze ak je D; > 1
(ini pouzivaju D; > 4/n) dané pozorovanie je vplyvné. Nakolko je Cookova Statistika asymptoticky
rozdelena ako Fj,,_,, mozeme ako rozhodovacie pravidlo na urcenie vplyvnosti daného pozorovania
pouzit (1 — «) kvantil tohoto rozdelenia.

Di:

Y

Diagnostika modelu

Rezidua
Pozeréame sa na rezidué voci fitovanej hodnote fi alebo 1. Na tychto obrazkoch pozerame ¢i neuvidime
nejaki nelinearnu zavislost. Ak ju vidime tak ¢o s tym? MdéZzeme

e pretransformovat zavislia premennt (pozor, lebo tym zmenime distribticiu Y)
e porozmyslame, ¢i nezmenit linkova funkciu (ale vac¢sinou tie kanonické linky st najrozumnejsie)
e pridat alebo pretransformovat prediktory (asi najlepsia rada)

Teraz sa pozrieme na varianciu rezidui. Zalezi aj na aké rezidua sa pozerame: deviance rezidué su
normalizované varianciou ale response rezidué nie st, takze napriklad pri Poissonovom GLM budeme
vidiet rasticu varianciu s 7 pri response rezidudch ale pri deviance reziduach nie. Co s tym? Napriklad
mozeme zmenit varianéna funkciu V(u) ale potom uz mézeme byt mimo GLM $pecifikicie.

Pre niektoré modely mozu byt diagnostické obrézky s reziduami neuzitocné, napriklad pri binarnom
modeli s individualnymi datami (n; = 1) mozu rezidua nadobudat len dve hodnoty.

Specifikicia vztahu medzi premennymi
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Moézeme sa pozriet na grafu vztahu medzi zavisla premennd voci prediktorom a z toho niekedy
vidno, ze prediktor treba pretransformovat. Podobne sa mozeme pozriet na vztah prediktora a linearnej
aproximacie vysvetlovanej premennej (z = n + (y — ,u)j—z, mozeme pouzit 1 a fi z nasho odhadnutého
modelu). Tieto obrazky vSak nebert do uvahy vplyv ostatnych prediktorov. Na to je lepsie sa pozerat

o, . » . b ~ v
parcialne rezidua: teda zobrazime vztah z — (i — §;x;) voéi z;.

Nezvycajné porozovania

Uzito¢ny graficky nastroj na detekciu nezvycajnych pozorovani je Q-Q plot. Ide o vztah usporiadanych

absolutnych hodnot rezidui

vplyvnosti pozorovani - leverage

Cookovych statistik

alebo hocijakych inych kvantit, ktoré hovoria ¢osi o vplyvnosti na fit modelu

vodi kvantilom normélneho rozdelenia ®~! (%) Rezidua nemusia byt normaélne pri vSeobecnom

GLM, preto sa pozerame na body mimo trendu.
Viac o diagnostike velmi pristupnou formou tu [glmb| a tu [glma].

Residuals vs Fitted Normal Q-Q Residuals vs Fitted Normal Q-Q
®
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# correct model 4 del
- some wrong moae
X <= runif (100, 0, 10) ~ A
y <=1+ 2 %« x + 1 % x*2 - 0.5 % x"3
y <= 1 + 2 * x + rnorm (100, 0, 1)
m <— lm(y ~ Xx)
m <= lm(y ~ Xx)
par (mfrow = ¢ (2, 2))

par (mfrow = c(2, 2))

plot (m) plot (m)

Obr. 2: Diagnostika: vlavo korektne Specifikovany model, vpravo nie, zdroj: [glmb].

5.7 Dalsie GLM - Gamma regresia a Inverznd Gaussovska regresia

St vhodné na modelovanie spojitej ndhodnej premennej s nahnutim (skewness). Niekedy totiz chceme
modelovat aj strednt hodnotu aj varianciu naraz. Dalej kvazi-GLM model bude vhodny v situécii,
ked si nie sme isty distribuciou Y ale (z povahy problému) mame dost dobra predstavu o linkovej a
varianc¢nej funkcii.

Gamma regresia a Inverzna Gaussovska regresia

Uvazujme nasledovnil parametrizaciu Gamma rozdelenia pre ndhodnt premenni Y
o () e ()
I'(v) \u w)’
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kde E(Y)=paVar(Y) = “72 = ¢u®. Gamma rozdelenie je rozdelenie sumy v nezavislych exponenciilne
rozdelenych ndhodnych premennych s parametrom A = v/pu, $pecidlnym pripadom je aj x?, kde A = 1/2
av=df/2.

Kanonicky parameter 6 = —l% a kanonické link funkcia je n = —i, minuska sa zbavime aby bola
notécia jednoduchsia (ale dobre si to zapamitame). Varian¢na funkcia je b”(6) = p? (lebo b() =
log(1/1) = — log(—0)).

Ak méame rozumné dévody sa domnievat, Ze Y mé skuto¢ne Gamma rozdelenie, tak potom je Gamma
regresia samozrejme velmi vhodny model. AvSak aj ak nie, a domnievame sa, ze Var(Y) o« (E(Y))?,
tak to moze byt rozumné volba. Ak Var(Y) o< (E(Y))?, tak modzeme zvazit aj Gaussovsky model s log
transformovanou vysvetlovanou premennou, toto vSak nemusi byt Ziaduce, nakolko transformovanim
moZzeme dostat premenni, ktora je tazsie interpretovatelné, kdezto pri Gamma regresii modelujeme Y
priamo!

Pouzivaju sa tri linkové funkcie

e = i, tu vSak nemame garantované p > 0 a preto sa moze urobit nasledovna modifikdcia
_ __ oo 1 _ 1 2 v v . . e .
EY)=p= 2 = e (o) — o Ktoré zabezpedi, Ze strednd hodnota p je ohranicend. V

tomto pripade sme predefinovtali n = ay/ag + 1/(apz).

e 1 = log y1, pouzivame ak sa domnievame, Ze prediktory maju na vysvetlovant premennd multip-
likativny efekt.

e 1 =y, je vhodny na modelovanie stétu stvorcov, ktoré maju rozdelenie y?

Inverzna Gaussovski regresia sa oproti Gamma regresii 1i8i v tom, Ze varian¢na funkcia rastie
rychlejsie (ako funkcia strednej hodnoty).

5.7.1 Spolo¢né modelovanie strednej hodnoty a variancie

Kym pri GLM sme mali disperzny parameter ¢; fixny pre kazdé pozorovanie (v pripade Poissonovej
alebo Binomickej regresie platilo dokonca Vi : ¢; = 1), teraz budeme povazovat za ndhodni premenni
a modelovat ju cez (napriklad) Gamma GLM.

Méame standardné GLM pre stredntt hodnotu

EY;) =, mn=gp) = 5UiT5, Var(Y;) = ¢V (i), wi=1/¢;

a Gamma GLM, ktory pouZijeme na nejaky odhad disperzie d; (Stvorce deviance rezidualov napr.)
E(d;) = ¢i, G =log(¢i) =z/v, Var(d)=7¢;.

Prediktory z; vysvetlujuce strednti hodnotu ¢; ndhodnej variancie d; mozu byt napriklad podmnoZinou
prediktorov v z;.
Prirodzene ide o bohatsi model nakol'ko uvazujeme Struktiru aj vo variancii.

5.7.2 Kvazi GLM

Mozeme byt v situacii, ze mame dost dobri predstavu o linkovej a varian¢nej funkcii ale netusime,
aké by bolo vhodné pravdepodobnostné rozdelenie pre Y. Pre vypocet maximum likelihood odhadu
pre GLM nam staci linkova a varian¢né funkcia. Ak by ndhodou Y patrilo do rodiny exponencialnych
rozdeleni, potom odhad, ktory dostaneme pomocou nich bude maximum likelihood. Takze ¢i patri alebo
nepatri, odhadovat parametre mozeme nezavisle od toho. Co vsak so statistickou inferenciou? Ak Y nie
je z rodiny exponencialnych rozdeleni, tak na to, aby sme dostali standardné chyby estimétorov (a tym
padom aj konfiden¢né intervaly), potrebujeme likelihood. Ale ten neméame, takze sa ideme uspokojit
aspon s ¢imsi podobnym ako likelihood.

Majme nezavislé Y; so strednou hodnotou p; a varianciou ¢V (u;). Pre tito ndhodni premenni

R : Lo .
U, = V) platia nasledovné tri vlastnosti:

N ar(U) — 2 e (OU V() = (Vi pa) oV () L
E) =0, Varllh) = gy E( ) E( oV ()T ) VG
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Tieto tri vlastnosti vSak zdiela aj prva derivacia log-likelihoodu, preto sa budeme tvarit, ze U; je
¢osi podobné. Zadefinujeme kvdzi-likelihood ako

Hiy, —t
Q:;Qizg/y_ et

k3

Pracovat s nim budeme ako s normalnymi likelihoodom, len disperzny parameter odhadneme ako
n 2 . o L, e . . 1 o~ . “ . .. L . . c .
¢ = nXTp. Poznamenajme, ze kvazi-likelihood zalezi len na varianc¢nej funkcii. Kvézi-deviancia je —2¢(Q)
a porovnavat modely mozeme pomocou rozdielu kvazi-deviancii.
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6 Neparametricka regresia

Parametricky model je taky, ktory ma kone¢ne vela parametrov. Neparametricky model mé
nekonecne vela parametrov.

15 1989 Min Wage 1979 Min Wage v 1989 Min Wage 1979 Min Wage
1979 Density
% 1979 Densi %
s 14 ensity of
. ¢ -
: ®
- -
kS B
B B
& .5 7
] ]
a a
/
o
- e
el

T T T T T T 1} T T T 1) T T T T T
log(2.70)  log(4.50) log(7.40) log(12.20) 10g(20.10) log(33.10) log(54.60) log(90.00) log(2.70)  log(4.50) log(7.40) log(12.20) log(20.10) log(33.10) log(54.60) log(90.00)

Women’s Wages 1979 and 1989: A Parametric View Women’s Wages 1979 and 1989: A Nonparametric View
(2000 Constant Dollars) (2000 Constant Dollars)

Obr. 3: Parametricky vs. neparametricky odhad hustoty rozdelenia miezd [DTO1|

Parametricky model
Neparametricky model

e jednoduchy
e lahsie interpretovatelny e flexibilny
e ak korektne Specifikovany, tak efektivne;jsi e vysledky su tazSie interpretovatelné
e na predikciu si nam stac¢i pamétat menej in- e robustnejsi voci zlej Specifikicii modelu
formacif e vhodny ak o skiimanom probléme vieme len
e vhodny ak vieme cosi viac o skiimanom prob- mélo
léme

Ak ma model aj parametricki aj neparametricki ¢ast, vola sa semiparametricky.
Zacnime s jednorozmernym pripadom. Majme nasledujtici model

Yi=f(Xi)+e, {at, iid, E(g)=0, Var(g) = a2

Nasou tulohou je odhadnut funkciu f. Parametricky model napriklad uvazuje f(X;) = By + 51X;.
Vtedy je model jednozna¢ne popisany dvomi ¢&islami: (5, £1). Neparametricky model uvazuje, ze f
patri do akejsi rodiny funkcii, najc¢astejsie (dostatocne) hladkych funkeii.

Na neznamu funkciu f sa moézeme pozerat aj nasledovne

% i Y1 d %
Flo) = BV, =) = L0000

kde g(y;, x;) je zdruzené funkcia hustoty vektora (Y;, X;).

6.1 Jadrové odhady (Kernel Estimators)

Najjednoduchsim napadom ako vyhladit oblak bodov je zobrat akysi priemer pozorovani. Chceme

odhadnit funkciu f v nejakom konkrétnom bode x. Pozrieme sa do nejakého okolia tohoto bodu (ban-

dwidth) a prevahujeme vSetky pozorovania v tomto okoli. Porozovaniam, ktoré st blizko 2 dame vacsiu

vahu ako pozorovaniam, ktoré si daleko. Tie vahy urobime pomocou funkcie, ktora sa vola jadrova fun-

kcia kernel. Toto je funkcia pre ktort plati [ K(z)de =1, [2K(z)dx =0a [2*K(z)dx < co.
Oznacme fx(x) odhadcu neznamej funkcie f, A oznacuje bandwith a K oznacuje kernel.

. 1 & T — T 1 «
=3k Yi= =Y w,
(@) n)\; ( A > n;w
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Obr. 4: Parametricka vs Neparametricka regresia [DTO01].

je vela roznych kernelov, aj cela tedria o tom ako zvolit dobry kernel. Aké je vS8ak kritérium podla
ktorého budeme posudzovat dany kernel a bandwith ako dobry alebo nie? Dobrym kandidatom je
stredné Stvorcovéa chyba dalej oznacovana ako MSE = mean squared error.

MSE@) = E |(f(@) = {(@)?] = B [(A@) = E(a@)?] + (B(fa(@)) - f(2))?
= Var(fy(w)) + Bias(fy(x), f(x))*

MSE teda berie do tvahy aj bias aj varianciu.
Motiva¢ny priklad: pre dané x vezmime len obycajny priemer pre vSetky x; , ktoré st dostatocne

blizko.

f (z) = Yoo Iz — x| <Ny S K, (%) s
A o E?:l I(|$] _flf| < )\) o Z?:l Ku (¥) ;

kde K, (u) = 3I(Ju| < 1) je uniformny kernel.

Estimator tohoto typu (pre v8eobecny kernel K)

o - i K(0) v S wiys
f)\([C) - n zj—x - n .
ZJ’=1K( ) D i1 Wi

sa nazyva Nadaraya-Watson estimator.
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Kernel Formula
Uniformny  Ky(u) =1
Epanechnikov  Kp(u) = 3(1 — u?)I(|u

Gaussovsky  Kg(u) = \/LQ? exp (—7

Nejaké priklady kernelov.

Pre siroka triedu funkcii je Epanechnikov kernel optimélny v zmysle minimalizacie asymptotickej
integrovanej MSE (teda AMISE = [* AMSE(fy(x))dx).

V praxi je vsak dolezitejsi vyber bandwithu ako kernelu. Optimalny bandwith zélezi od funkcie
f, ktort mi nepozname. D4 sa aspon odvodit ako rychlo mé klesat optimalny bandwidth (AMISE
minimalizujuci) spolu s rasticou vzorkou. Existuje v8ak aj jednoduchsie riesenie, a to pomocou kros-
validacie.

Mozeme vybrat bandwidth A, ktory minimalizuje

n
V) == S~ fusl))

i=1
index 7 znamena, ze j-te pozorovanie je vynechané. Toto je automaticka selekcia A a musi byt pouzivanéa
opatrne.

Na kraji aproximovaného tizemia mame problém, lebo méme len polovicu bodov, z ktorych robime

priemer, preto tam je problém velkého biasu. Existuje teoria, ktora hovori akym spdsobom tento bias
¢iasto¢ne korigovat [Han09].

Jadrovy odhad je vlastne vysledkom nasledovnej minimalizacie
. Ty — & 2
min Z K ( ; ) (y; — 0)

teda fitujeme konstantu na kernelom vahované data.

6.2 Splajny

Splajn (radu k) je po ¢iastkach polynomialna funkcia, ktora je spojitd a ma spojité vSetky derivécie
az do rddu k — 1. Body, medzi ktorymi sa meni polynomialna funkcia sa nazyvajia uzly.

Akéa je nasa motivacia aby funkcia bola spojité (aj spojite diferencovatelna) vsade, teda aj v uzloch?
Znizujeme tym varianciu.

Zaujimavostou je, ze rychlost klesania MSE je rovnakého radu ako pri jadrovom odhade.

Majme uzly fixované. Kazdy splajn rddu k£ sa da vyjadrit ako linedrna kombinéacia bazickych
funkcii. Ako tieto vyzeraju? Majme uzly t; < to < ... < t,,, bazickych funkcii je m + %k + 1, a
st to 1,z,2%, ... okrem toho (z — ¢;)%. (Ak by sme tam nemali kladnu ast, tak st tam zbytocne.)
Tieto funkcie spravia uzly (nod producing function), prave oni tam dodaju to "lokalno". Tato sada
bézickych funkcii sa nazyva truncation power basis a teraz vieme problém najdenia optimalneho
MSE minimalizujiceho splajnu formulovat ako tlohu linearnej regresie. Nech G;; = g;(x;), kde g; je
j-ta bazickd funkcia. Nakolko nasa funkcia f(z) = Z?:Ekﬂ B;gi(x) a teda koeficienty S najdeme ako
argming |y — GB|* a preto ich volame aj regresné splajny.

Mimochodom, truncation power basis sa priliS nepouzivaju v praxi, kvoli tomu, Zze st numericky
nestabilné. Na pocitanie vyhodnejsie bazické splajny, ktoré pokryvaju ten isty priestor sa nazyvaji
B-splajny.

Pre kubicky splajn nase oko nevie rozlisit kde st uzly (¢o je fajn vlastnost).

Na kraji aproximovaného tzemia mame opacny problém ako pri jadrovych odhadoch, mame tu
privelku varianciu. RieSenie je pouzivat prirodzené splajny (natural splines), teda polynémy radu (k—
1)/2. Pre prirodzené splajny mame len m bazickych funkeii, teda to vébec nezavisi od stupiia polynémul!
Tento zdanlivo protiintuitivny fakt sa da vysvetlit nasledovne. Mame m — 1 "vnatornych"regiénov, kde
st popisané k+ 1 parametrami. Na kraji mame 2((k—1)/241) parametrov. Dokopy méame mk restrikeii,
teda [pocet volnych parametrov| - [pocet restrikcii] = (m — 1)(k+ 1) +2((k —1)/24 1) — mk =m.
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Ako vybrat uzly? Na to existuje vela sposobov. PouZijeme na to regularizaé¢nia metodu. Uvazujme
nasledovnii tulohu

i 30— S @)+ @y,

kde minimalizujeme cez priestor funkcii. RieSenie sa nazyva vyhladzovaci splajn (smoothing spline).
Clen s \ zabezpecuje, aby sme nemali prili§ velku varianciu. Pre A = 0 sme v situécii, Ze splajn
tplne fituje data (nizky bias, vysokd variancia). Z teorie vieme, Ze minimizator je jednoznacny a je
to prirodzeny kubicky splajn s uzlami v bodoch x4, ..., x,. To znamena, Ze ide o po ¢iastkach kubicku
funkciu, ktora je spojita a mé spojité prvé dve derivécie.

Moézeme uvazovat aj robustni verziu vyhladzovacieho splajnu, kde sumu $tvorcov nahradime inou
funkciou, takou ktora nepenalizuje vzdialenejsie body tak prisne

win 3 oo Fla) A [ (7).
kde napriklad p(x) = |z|.

6.3 Lokalne polynémy

Jadrové vyhladzovace aj splajny su zranitelné voci outlierom. Tieto mdZzeme vyhodit alebo zvacsit
vyhladzovanie. Lokalne polynémy maji dve dobré dolezité vlastnosti: st robustné ako linedrna regresia
a poskytuju lokalny fit podobne ako jadrové odhady.

Funguju nasledovne: zvolime si urc¢ité datové okno. Pre data v tomto okne fitujeme polyném ro-
bustnymi metédami. Za odhad povazujeme polynémom predikovant hodnotu v strede okna. Popularna
implmentacia tejto metdédy sa nazyva loess. V praxi treba zvolit stupenn polynému a velkost okna.

V podstate ide o prirodzené rozsirenie jadrového odhadu na regresiu

min K (xZ ]; x) (yi — Bo — ﬁ1xi)2

teda namiesto konstanty fitujeme linearnu funkciu na kernelom vahované data (ak kazdému pozorovaniu
v okne dame rovnaku véhu, tak tomu zodpoveda uniformny kernel). Toto sa zvykne tiez volat lokalna
linearna regresia. Tu je matematicka formulacia problému.

1I1

1z . T — Ip — T . 1/2 2
B = , Q=diag | K oo K . min ||QY%(y—B ,

oK (P0) ok () min, 19 - B

1z,

3= (BTQB)'BTQy, f(x) =B+ b

6.4 Wavelety

Majme fixovany ekvidistancény grid velkosti 2°.
Ideme skonstruovat bazické funkcie ¢, ..., ¢,, ktoré budt ortogonalne (WIW = I) a zarovei budu
mat kompaktny suport, takze budi vhodné na modelovanie "lokalnosti". W;; = ¢;(z;).

e Hard thresholding
min [ly — Wo|| + A6l

91', if 01 > A
thresholdhard(ei) =<0 if 0; € [—/\7 )\]
0i7 if Qz <A
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e Soft thresholding
min [y — ]| + o]

thresholdg, s (6;) = ¢ 0 if 0; € [—\, A]

a je to isté ako

0 =wTy
0 = threshold(6)
§g=Wwo

Pocitanie je extrémne rychle.
Su rozne wavelet bazické funkcie. Napriklad Haar wavelet. Na intervale [0,1) definujeme mother

wavelet ako
1 if £ <1/2
()= b Hrs12
-1 ifz>1/2

a ostatné wavelety st len posunuté a natiahnuté verzie mother waveletu h,(r) = 2//2w(2’ — k), pre
n=2+ka0<k<2.

6.5 Viacrozmerné prediktory

Vizualizacia je naro¢na v tomto pripade.
Nadaraya-Watson estiméator vo viacrozmernom pripade vyzera

oy i K (55 Y,
f/\( ) 2?21[( <Xj;X)

a kernel zvacsa byva sféricky symmetricka funkcia.
Je tu velky problém s presnostou fitu pri vyssich dimenziach. Pozrime sa napriklad na MSE pre

lokalne polynomy. MSE = E(f(z) — f(z))? = O (%%>, takze s rasticou dimenziou d sa rychlost

2k+d
poklesu prudko zmensi. Na to aby sme mali MSE mensie ako nejaké e potrebujeme n > (%) 2k

teda exponencialne rychlo. (Na druhej strane ¢im hladsia funkcia, tym blizsie sme pri O(1/n) teda
pri rychlosti parametrického modelu). Pre porovnanie: ak je skutocna f linearna, a f je odhad linear-
nej regresie potom MSE = O (%) Teda tiez zavisi negativne od d ale ovela menej tragicky ako pri
neparametrickych metoédach.

6.6 Vyber modelu? Receptar

e Malo Sumu, tak je vhodné pouzit interpoléciu.

e Stredne vela Sumu, neparametrické metddy sa vhodné.

e Vela Sumu, parametrické metédy st vhodné na zrekonstuovanie zékladnych vztahov. Konieckon-
cov, ak je vela Sumu, tak data nam neprezradia viacej ako jednoduchy model.

e Treba davat pozor na automatické vyhladzovanie, vzdy je lepSie sa na to pozriet. Ak to nie je
mozné, treba pouzivat robustnejsie metody.

e Podla autora [Far05], je loess vyhladzova¢ dobry vSestranny prvy nastrel.

Vyborné video prednasky mozete najst tu [not|.
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7 Bootstrap

Nasledujtica pasaz o vyberovom rozdeleni je inspirovanéa [KenO1], kde autor zdéraziuje, preco je dole-
zité aby Studenti poriadne pochopili koncept vyberovej Statistiky a ako ndm k tomu moéze dopomdct
bootstrap.

7.1 Vyberové rozdelenie - Sampling distribution

Predstavme si situdciu, ze si vyberdme z viacerych estimatorov parametra 3, napriklad ﬁ ﬁ

Co znamena vybrat si estimator 6*7 Znamend to zavriet si o¢i a vybrat si nahodne jeden prvok z
vyberového rozdelenia (samplmg distribution).

Vyber medzi B a B* zodpovedé rozhodnutie, ¢i si chceme nahodne vybrat estimator z jedného
alebo z druhého vyberového rozdelenia. Tieto estimatory maja rozne kvality, jeden ma napriklad maly
bias ale na druhej strane vel'ku varianciu.

Vlastnosti vyberového rozdelenia zavisia od procesu, ktory generuje data, preto neexistuju univer-
zalne najlepsie estimatory, ktoré funguji na vsetky pripady.

Testovacie statistiky maju tiez vyberové rozdelenie, ak je nulova hypotéza pravdivd potom vieme
ako toto vyberové rozdelenie vyzera (napr. t-rozdelenie, x?).

7.2 NA&s Problém

Uvazujme, Ze sme v jednej z nasledovnych situacii.

e pozname asymptotické rozdelenie estiméatora ale mame len datova vzorku velkosti napr. n = 15,
Statistické testy zalozené na takejto aproximacii buda nedéveryhodné. Priklad: linearna regresia
s malym po¢tom pozorovani.

e nas estimétor je vysledkom komplexného procesu a nevieme odvodit ani len asymptotické rozde-
lenie estimatora.

e rozdelenie nasho estiméatora je zaloZené na predpokladoch, ktoré st spochybnitelné. Priklad: vy-
nosy akcii maja ¢astokrat rozdelenie, ktoré nie je dobre aproximovatelné normélnym rozdelenim,
kvoli prilis tazkym chvostom.

e asymptoticka distribiicia estimatora zavisi od skuto¢ného a ndm neznameho déta generujiceho
procesu. Priklad: Xy, Xy, ..., X, ~ f(.) je vyberovy median m asymptoticky rozdeleny ako

1
N (m, —4nf(m)2>.
7.3 Data st vSetko ¢o mame

Budeme povazovat distribuciu z nasich dat za skuto¢ni distribiiciu a pomocou nej simulovat datasety.
Tieto umelo vytvorené datasety budu mat rovnaku velkost ako nas pévodny dataset a budeme ich
vytvarat vyberom s opakovanim.

HAdzanie kockou

HéadZeme kockou a chceli by sme vediet akt priemernt hodnotu mozeme ocakavat. V 25 nezavislych

hodnoch pozorujeme nasledovné proporcie: (%, %, 2%, %, %, %) Pytame sa: pada na tejto kocke v

priemere hodnota 3.57 V nasich déatach je to 3.8.

Test hypotézy v linedArnom regresnom modeli

Predstavte si, ze sme v nasledovnej situacii. Mame 25 pozorovani a verime, Ze nas model je korektny
Y; = Bo+ 51 Xi + €. O chybach nepredpokladame, Ze st normalne. DaleJ uvazujme, Ze minimalizovanim
stvorcov reziduf dostavame (8o, 31) = (0.05, 2.25) a ¢ nech oznacuje odhad rezidui. Uvazujme nasledujtci
pocitacovy program.
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(1) Vyberieme nahodne 25 hodnot z € s opakovanim. (To znamené, Ze vyberieme jedno €;, pozrieme
sa nan a vratime ho spét.) Tento vektor 25 hodnot oznac¢ime ako e.

(2) Vypocitame 25 hodnét Y* ako 0.5+ 2X + (£) e

(3) Urobime regresiu, kde Y* vysvetlujeme pomocou X a dostaneme odhad @1 a jeho smerodajnu
odchylku se.

(4) Vypocitame t = ﬁl a ulozime ho.
(5) Zopakujeme body ( ) (4) velakrat napr. 10000 a ziskame 10000 hodnét ¢.
(6) Usporiadame t hodnoty od najvic¢sej po najmensiu a vypiseme 250-tu hodnotu a 9750-tu hodnotu.

Tymto spdésobom otestujeme, ¢i je hodnota 2.5 Statisticky vyznamne insia ako hodnota 2, ktord pouzi-
vame pri simulacii.

Notacia a tedria

e {X;,i=1,--- n} data pochadzajice z ndm neznamej Fy € 7

e Niekedy uvazujeme akusi parametrizaciu: Fy(z,6y) = P(X < z)

e Testovacia Statistika T}, = To( X1, ..., X0)

o G,(1,Fy)) = P(T,, < 7) oznacuje skutoéni CDF testovace] Statistiky 7,
e T, je pivotdlna ak G, (7, F) nezavisi na F

o T, is asymptoticky pivotdlna ak Goo(T, F) nezavisi od F

e ako mozeme odhadnit G, (., Fy)?

— napriklad pomocou G, - teda asymptotickou aproximéaciou (potrebujeme velké n)
— nahradenim Fj nejakym estimatorom - bootstrap
e nech F, oznacuje estimator neznamej Fj
— ECDF (empirical cumulative distribution function) - F,(z) = LS LX< 7)) e Fo(2)
— from a parametric family: Fy(.) = F(.,00)

Procedira na aproximéciu G, (7, Fp)

Krok 1 Vygenerujeme nahodnt vzorku velkosti n z Fj,: {XF:i=1,..,n}
Krok 2 Vypocitame T = T,,( X7, ..., X}})
Krok 3 Zopakujeme (1) a (2) velakrat na to aby sme dostali empirickt distribaciu (77 < 7)

Poznéamka, zvySovanim poctu simulovanych bootstrapovych datasetov B zlepsime odhad neznéme;
G, (7, F,)). Teda simulovanim dostavame len G, (7, F,), ak viak méme dostatok trpezlivosti a vypoctovej
sily, vieme urobit tento odhad Iubovolne dobry, teda Gu(1, F,) — G (7, F,) pre B — co.

Co to znamena, Ze bootstrap "funguje"? Znamena to, ze Gy(., F,) — Gy (., Fy) PrinajhorSom by
sme ocakavali, Zze aproximacia bude spravne ked velkost datovej vzorky porastie do nekonecna. Tato
vlastnost sa nazyva konzistencia.

Gn(t, Fn) je konzistentny ak Ve > 0,VF, € T
lim P, [sup|G,(t, F,) — Goo(T, Fp)| > €| =0
n—oo T

Co(7, Fy) ~ Goo (T, Fy) ~ Goo(T, Fy) ~ G (T, Fp)

V ¢lanku (Beran and Ducharme 1991, [BD91]) st uvedené nasledujice postacujuce podmienky na
garantovanie konzistencie bootstrapu.
o [, > F, (ﬁ’n je dobrym odhadom Fp)
o G (7, F) je spojitou funkciou 7 pre vSetky F' € Z (spojitost v 7)
e pre kazdé 7 a pre kazda postupnost H,, taka ze H, — Fy: G, (7, H,) = Goo(T, Fp) ("spojitost" v
Fo)
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Real World Bootstrap World

Random
Sampling

Bootstrap
dataset

Estimated ﬁH 7% = (2% 2* ¥
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Random
Sampling Data
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Bootstrap
Estimate

Estimate f(Z) f(Z*)

Obr. 5: Bootstrap

7.4 Bias correction

Teraz nas zaujima bias: E[f, — 6]

Krok 1 Vypocitame 6,

Krok 2 Vygenerujeme nédhodnt vzorku velkosti n z distribucie E,: {X; : i =1,...,n} a vypocitame
0, = g(X) ) o

Krok 3 Zopakujeme (2) velakrat na vypocet E*@;. Odhad biasu je E*0; — 6,. A nas bias-corrected
estimator je 0,, — B}

7.5 Testy hypotéz

Na testy hypotéz potrebujeme dve veci: nulovi hypotézu a vhodna testovaciu Statistiku (najlepsie
pivotalnu), napriklad 7,, = n'/ 29;@%‘90. Ale fantézii sa pri formulovani hypotéz medze nekladi.
2]

Zvolit si nulova hypotézu a testovaciu gtatistiku viak vobec nemusi byt jednozna¢né alebo jedno-
duché.

7.5.1 Hruabka znamok

Nasledujuci priklad je o znamkach, je zaloZeny na Studii [IS88| a opisany v [ET94|. Historici povazuji
za zaujimavu otazku, ¢i sa v minulosti tlacili zndmky na jeden druh papiera alebo nie. Pozorujeme
hriubky 485 znamok, z histogramu nie je jasné, kolko hrbov mé skuto¢na hustota. V zavislosti od vol'by
bandwithu dostaneme roézne poc¢ty hrbov.

Pre nase data je najmensia hodnota vyhladzovacie parametra pri ktorom je neparametricky jadrovy
odhad hustoty s Gaussovskym kernelom unimodalny hy = 0.0068. Budeme testovat nulovt hypotézu
Hy : pocet moédov rozdelenia = 1. Prirodzenou distribiiciou pre nase data za predpokladu nulovej
hypotézy je f (t; iLl) Distribtciu f (t; le) ale mierne vylepsime, kvoli tomu aby mala rovnaki varianciu
ako nase data, teda 62 (d4 sa ukézat ze ndhodnd premenné s hustotou f(t; hy) ma varianciu 6% + h2).
Naga vylepsena distribucia (aplikovali sme variance stabilizing transformation) nech je §(-; h1). Budeme
sa preto pozerat na

ASLboot = P§(~;fz1) (iLi > Bl) )
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Obr. 6: Hrubka znamok, pocet hrbov zavisi od vyhladzovacieho parametra.

kde ASL znaci dosiahnuty level signifikantnosti (achieved significance level) a iﬁ{ je najmensi mozny
vyhladovaci parameter pri ktorom je distribtucia jadrovy odhad hustoty unimodalny.

Nakol'ko nesamplujeme bootstrapové datasety priamo z nasej vzorky 485 hrubiek znamok, ale z hlad-
kej distribucie §(-; hy), nazyvame tato metodu hladky bootstrap (smooth bootstrap). Este potrebujeme
vediet samplovat z g(+; ﬁl), ktoré ma tu skveld vlastnost, Ze ma varianciu 62 a stredni hodnotu rov-
naku ako nahodné premenna pochédzajica z rozdelenia s hustotou f (t; iL1> To dosiahneme nasledovne:
vyberieme bootstrapovi vzorku v7, ...,y z E, a polozime

T =y + (L h1/6°) Py — 7" + Iue). (7.1)
Algoritmus sa d& popisat nasledovne

Krok 1 Vyberieme B bootstrapovych datasetov z §(-; hy) pomocou (7.1)

Krok 2 Pre kazdy bootstrapovy dataset vypocitame najmensiu moznt hodnotu vyhladzovacieho pa-
rametra, pre ktory je neparametricky odhad hustoty unimodalny. Oznac¢ime si B hodnot ako
hl(l), . hl(B)

Krok 3 Aproximujeme AS Ly, pomocou

ASLyooy = #{h¥(b) > hi}/B.

Pre B = 5000 nam vyslo AS Ly = 0.0002, o je menej ako 5%, preto zamietame nulovi hypotézu, ze
znamky boli tlacené na jeden typ papiera na hladine vyznamnosti 5%.

Kreativna vol'by testovacej Statistiky a nulovej hypotézu nam vylepSuje vlastnosti testu, napriklad
zvySuje Sancu spravneho zamietnutia nulovej hypotézy ak je nespravna (zvysuje silu testu). Preto sme
napriklad volil ako nulova hypotézu hodnotu parametra na hranici medzi jednohrbym a dvojhrbym
rozdelenim.

7.6 Konfidenc¢né intervaly

Existuje viacero typov konfiden¢nych intervalov v zavislosti od toho ako sa pouzije bootstrapovana
distribicia testovanej Statistiky.

e Canonical Bootstrap - Bootstrapova distribiicia pouzitad len na odhadnutie Standardnej chyby
estiméatora.
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Krok 1 Vypocitame 0,
Krok 2 Vygenerujeme nahodnii vzorku velkosti n z Fj,: {X}:i=1,...,n} a vypocitame 0%
Krok 3 Zopakujeme (2) velakrat na vypocet empirickej distribtcie é;‘; a pomocou nej odhadneme
Standardnt chybu se. Oznacime ¢, ,/2 ako (a/2) kvantil studentovho rozdelenia.
A [én — tni—a/2 - S€°, 0, — tna/2 - $€] oznacuje konfidencny interval.
e Percentile Bootstrap - Kvantily bootstrapovej distribiicie pouzité priamo na konstrukciu konfi-
denc¢ného intervalu.

Krok 1 Vypocitame 0,
Krok 2 Vygenerujeme nahodnt vzorku velkosti n z F,: {X:i=1,...,n} a vypocitame 0
Krok 3 Zopakujeme (2) velakrat na vypocet empirickej distribtcie 6;,. Oznacime 0} ., ako (a/2)

~

kvantil tejto distribucie. A [0 , . éjl |_a/2) Oznacuje konfiden¢ny interval.

Tento konfiden¢ny interval je invariantny na transformaciu 6.

e Studentized Bootstrap Bootstrapova distribucia pouzita na odhadnutie kvantilu pivotovej Sta-
tistiky (dvojuroviiovy bootstrap moéze byt pouzity ak nepoznédme vztah pre Standardnt chybu
estimatora).

Krok 1 Vypocitame 0.,

Krok 2 Vygenerujeme nahodni vzorku velkosti n z Fy,: {X; : i = 1,...,n} a vypotitame T =

n'2(0; — 0,) /3,
Krok 3 Zopakujeme (2) velakrdt na vypocet empirickej distribicie T,;. Oznatime t; /o ako (a/2)

A

kvantil tejto distribucie. A [0, — ¢ 0, — t /2] oznacuje konfiden¢ny interval.

’:,,1704/27
Tento konfiden¢ény interval nie je invariantny na transforméciu € ale je presnejsi ako percentile
bootstrap. -

e Bias Corrected and Accelerated Bootstrap - vhodny ak 0 ~ N (0 + bias, 3%2) a zaroven umozhuje
nekonstantny se

e ABC - Approximate Bootstrap Confidence Interval - TahSie pocitatelna verzia BCa konfidenénych
intervalov.

7.7 Ked bootstrap zlyha
Kedy bootstrap nefunguje?

e Pre tazkochvosté distribucie s neexistujicou varianciou, X; je ndhodna vzorka z Cauchy rozdelenia,
T, =X

e X, je nédhodné vzorka z N(u,0?), T, = n'/2(X?2 — 1i2) ak p # 0, inak T, = nX2.

e Maximum vzorky: Fy mé suport [0,6,]. 0, = max{Xy, ..., X,,}. T\, = n(6, — 0), T* = n(6* —0,,).
P (T =0)=1-(1—1/n)" = 1—e ! zatial¢o P(T, = 0) — 0.

e Parameter je na hranici parametrického priestoru: X; je nahodné vzorka z N(u, 1) kde o € [0, 00)
[Andrews (2000)]

Aky je teda problém bootstrapu? Chceme ho pouzit v situdciach, ktoré st komplexné, avsak mozu
byt natol’ko komplexné, Ze ani nevieme zarucit, ze bootstrap bude fungovat. V jednoduchych situéciach
ho zasa nie je treba.

Ni¢ nie je stratené. Alternativa k Bootstrapu = Subsampling [PRW99].

e simulujeme mensie datové vzorky bez opakovania

e dolezity rozdiel: nase vzorky pochadzaju zo skuto¢nej distribucie (Fp) a nie z nasho odhadnutého
modely (F,)

e vSeobecnejsi ako bootstrap

e horsi v situédciach kedy bootstrap funguje

e prakticky problém — ako zvolit velkost vzorky?
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Najznamejsia kniha od objavitelov bootstrapu je [ET94]. Jednoduché a pristupné expozicia boots-
trapu s prikladmi v jazyku R je napriklad tu: [Larl4|, [boo] a [DK02|. Dve dolezité kniznice v Rku st
bootstrap (kody ku vetkym funkciam spomenutych v [ET94|) a boot.

Animacie https://www.stat.auckland.ac.nz/~wild/BootAnim/
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8 Kvantilova regresia

Ak chceme odhadnit z ndhodného vyberu {Y;} ; stredni hodnotu E(Y;) = u, méZzeme to formulovat
ako nasledovny minimaliza¢ny problém

n

— Y; — u)?.
fi = argrp{lelé}ll( 14)

Ak predpokladame, Ze podmienena strednd hodnota je linedrnou funkciou prediktorov E(Y;|z;) = ! 3,
potom mozeme rozsirit odhadovaci problém a rieSit

n

B=argminy (Y; —z!p)>
pere 1=1

Aj odhadnutie kvantilu, teda Q(7) = inf{y : F(y) > 7}, pre 0 < 7 < 1, vieme formulovat ako
optimalizacny problém. A to konkrétne takyto:

Q(r) = argrgleiﬂgsz(K - &),
=1

kde p,(u) = u(t — I(u < 0)).

n (u)

Obr. 7: Funkcia p;(u) = u(r — I(u < 0)).

Podobne ako cdf F(y) = P(Y < y) aj kvantilova funkcia Q(7) kompletne charakterizuje pravdepo-
dobnostnu distribiciu nahodnej premennej Y.
V pripade ak predpokladame, Ze podmieneny kvantil Y; je linearnou funkciou prediktorov Q(7|z;) =
T . 2 SRR . , . . . PR
x; 3, pre prirodzené rozsirit odhadovaci problém analogicky ako v pripade strednej hodnoty a riesit

i) = iy 3.0

BeRp 4

dolezity Specialny priklad je pre 7 = 0.5, kedy modelujeme podmieneny median a pgs5(u) = |ul.
Preco je vysledkom 7-kvantil? Minimalizujme

3

E(pr(Y —€)) = (r— 1) /

— 00

(y— E)dF(y) — 7 /g Ty - O)dF().

cez &, diferencovanim cez £ dostavame 0 = (1 —17) [~ ¢ dF(y) — T fg dF(y) = F(&) — 7.

Pri line4rnej regresii modelujeme len podmienent strednu hodnotu YZ, kvantllové regresia nam vsak
poniika ovela komplexnejsi pohlad na distribaciu Y;. Pre rozne kvantily Y; moézu byt citlivosti na
prediktory X; vyrazne rozdielne.
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Kvantilova regresia teda odpovedéa na otézku: ’Ako podmienena distribacia Y; zéavisi od z;?” Kym
linearna regresia uvazuje efekt prediktorov len na posun distribtcie vysvetlovanej premennej, kvantilova
regresia uvazuje aj potencialne efekty aj na tvar distribicie. Napriklad rekvalifika¢ny kurz mdze mierne
predlzit kratke doby nezamestanosti ale na druhej strane vyrazne zmensit pravdepodobnost dlhého
zotrvania v nezamestanosti. V tomto pripade méze byt priemerny efekt maly ale efekt na tvar distribucie
vyrazny.

Dolezita vlastnost kvantilovej regresie je, Ze pre monoténnu transformaciu A(.) plati Quyv(7]z) =
h(Qy (7|x)). Naopak v linearnej regresii vo vieobecnosti F(h(Y)|x) # h(E(Y |x)). Vdaka tejto vlastnosti
ak vysvetlujeme podmieneny median transformovanej h(Y;), potom mozeme k= (27 §) interpretovat ako
podmieneny median pévodného Y; pre dané z;.

8.1 Optimaliza¢ny problém

Pre dant hodnotu 7 je tloha najdenia B(T) ekvivalentna rieseniu tlohy linearneho programovania
(optimalizacia linearnej funkcie za platnosti linearnych restrikeit).

A~

i) = sy 3 Vi 15),

—

min 715w + (1 —7)1%0
(Bu,v)
s.t.
y—XBf=u—vw

BeR, u>0 v>0
Zakladné metoddy rieSenia
Simplexova metoda (velmi pomala pre velké problémy)

Metody vnatorného bodu
Metody vnatorného bodu s preprocessingom

Metoédy vnatorného bodu pre riedke problémy (matica X ma vela niul)

V programe R je najpouzivanejSou kniznica quantreg, na ktorej pracoval sém Roger Koenker.

8.2 [Efekt na kvantil (quantile treatment effect)

Majme nahodnt premenntt Y ~ F a Y + A(Y) ~ G. Uvazujme A(y) také, ze F(y) = G(y + A(y)) a
teda A(y) je jednoznacné, a to A(y) = G (F(y)) —y. Ak nastavime y ako 7-kvantil rozdelenia F (teda
T = F(y)), potom efekt na kvantil (quantile treatment effect) je

o(r) = AF (7)) =G (1) = F(7),

priemerny efekt dostaneme integrovanim QTE podla 7:
1
5= / 5(r)dr — / G (r)dr — / F(r)dr = p(G) — u(F)
0
V pripade diskrétnej premennej D;

Qy,(T|D;) = (1) + 6(7)D

a QTE je zmena na 7 kvantilu, ktora je sposobena zmenou z D; = 0 na D; = 1.
V pripade spojitej premennej X;

Qv (7|X:) = a(7) + 27 B(7),

a QTE je zmena na 7 kvantilu, ktora je spdésobena zmenou z X; na X; + 1.
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Obr. 8: Horizontalna vzdialenost medzi G a F' je QTE, vidime, ze A(y)
¢astiach distribucie. Pre median a vyssie kvantily je QTE pozitivne, pre nizsi
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43

mé rozny efekt v roéznych
sie kvantily zase negativne.

Location and Scale Shift

T T
0.0 02 04 06 08 1.0

distribtciu Y



8.3 Priklady
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Obr. 10: Mzdy a pracovné sktusenosti: Ro¢na mzda v tisicoch dolarov v zavislosti od poc¢tu rokov

odpracovanych ako profesor statistiky. V pravo fit modelu Qiogv;)(7|X;) = o + flog(X;), pre kvartily.
(|[Koe05])

CEQ Score

‘ | | 1 1 5 |
1 5 10 50 100 500
Respondents

Obr. 11: Hodnotenie kurzov a velkost tried: Hodnotenie kurzu v zavislosti od poétu studentov
zapisanych na predmet. Qy, (7|X;) = Bo(7) + B1(7)Size + B2(7)Size?. (|[Koe05))
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Obr. 14: Vydavky na jedlo a prijem: Dolu porovnanie rozdeleni vydavkov na jedlo pre doméacnosti
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Obr. 15: Maximalna rychlost vetra v case:
Menia sa kvantily rychlosti maximélnej rychlosti vetra v ¢ase? Data z [HBGI6|.
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Obr. 16: Citlivost dopytu po alkohole: Je na rozdielnych kvantiloch vyrazne rozdielna [MBM95].
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9 ZovSeobecnené aditivne modely

9.1 Aditivne model

Majme lineArny model s ktorym sa stretavame doteraz.

Y =X[+e¢

tento model vie byt velmi flexibilny, prediktory mozeme transformovat, pridavat interakéné cleny.
Ingpekcia obrazkov moéze tiez pomoct navrhnit vhodna transformaciu. Polahky si v8ak mozeme Cosi
nevsimnut, nakol'ko sa pozerdme vzdy len na jeden obrazok.

Alternativou je neparametricky model, ktory je flexibilnejsi a vhodni transforméciu najde au-
tomaticky. Vieme vsak, ze pri vysSom pocte prediktorov, na uspokojivé odhady potrebujeme obrovsku
datovi vzorku.

Y =f(X)+e

Nieco medzi linearnym a neparametrickym modelom je aditivny model.

Y= B+ 3 Fi(X) +e

j=1
kde f; st (dostato¢ne) hladké funkcie.

Flexibilnejsie ako linedrny model

Jednotlivé funkcie f; st zakresliteIné a interpretovatelné ako marginélna asociacia medzi predik-
torom a vysvetlovanou premennou

Transformacie f; st nachadzané systematickym sposobom

Nepotrebuju taku velku datova vzorku ako neparametricky model

Ale ¢o s kategorickymi premennymi? Tam transformécie nie st zaujimavé.

p
Y =60+ Y filX)+ Zv+e,
j=1
Ako odhadnut funkcie {f;}7 Tu je backfitting algoritmus od Hastie a Tibshirani (1990) z kniz-
nice gam. Tento algoritmus konverguje za velmi v8eobecnych podmienok (idea je podobna ako Gauss-
Seidelova met6da na rieSenie systému linearnych rovnic).

Krok 1 Inicializujeme o =Y a f;(z) = fB;z, kde 8 je napriklad odhad MNS.
Krok 2 Postupne prechddzame cez j =1,....,p,1,....,p, 1, ...

fi =S8, Y = By = > fi( X)),
i#j

kde funkcia S(z,y) je vyhladzova¢ dat (z,y). (neparametricky ako napr. jadrovy odhad, splajn,
loess alebo parametricky ako napr. linearny alebo polynomialny). Na rozdielne prediktory mozeme
pouzit rozdielne vyhadzovace s rozdielnymi vyhladzovacimi oknami. Zastavime ked sa funkcie { f;}
prili§ nemenia.

V kniZnici mgcv sa pouzivaja splajny s automatickou volbou vyhladzovacieho okna. Kazda funkcia
fi(x) = >, Bigi(x) je linedrnou kombinaciou splajnovych béazickych funkcii. Pozadujeme aby splajny
boli dostatocne hladkeé a preto penalizujeme [[f/(x)]*dz = 8] S;3; (kde matica S; zavisi od splajnovych
béazickych funkcii), potom maximalizujeme

log L(B) = >_ i85 536,

49



kde penaliza¢né parametre zabezpecujuce hladkost A; s nastavené pomocou krizovej validacie.

Aditivne modely nam moézu pomdct s ndjdenim vhodnej transformécie pre linearny model.

Ked porovnavame modely, potrebujeme vediet pocet stupiiov volnosti. Na to potrebujeme vediet
pocet parametrov, to je vSak pri splajnoch problematicke. Ked si zoberieme mnozinu linedrnych vyhla-
dzovagov Y = PY, tak linedrnej regresii zodpovedd P = X (XTX)™1X a pocet parametrov je hodnost
matice X a v tomto pripade je to aj stopa matice P.> Preto ekvivalteny podet parametrov pre aditivne
modely je tr(P).

Vdaka aditivnym modelom moézZzeme vybadat, Ze akési zavislost meni sklon. Toto moéze byt mode-
lované "hokejkami": Lava hokejka nech je lhs(z) = (¢ — x)1,<. a prava hokejka rhs(z) = (z — ¢)1zse.
Model s jednym prediktorom, ktory umoznuje zmenu sklonu je nasledovny

Y = ﬁo + ﬁlth<X1) + T‘hS(XQ) + €,

aditivny model ndm poméze s nadjdenim bodu zlomu ¢ a preto sucastou explorativnej datovej analyzy.
Diagnostické nastroje st rovnaké ako v pripade linedrneho modelu, podobne heteroskedasticitu
moézeme odhadovat iterativnou zmenou vah ako to mdzeme robit v linearnom modeli.

9.2 Zovseobecneny aditivny model

Oproti GLM

n=Xp, EY)=u glp)=n Var(Y)o V(n),

je jediny rozdiel v tom, Ze linearny prediktor bude mat tvar 5y + 25:1 1i(X5).
Odhadovaci algoritmus zalozeny na IRWS sa zmeni jedine v tom, Ze v kazdom kroku budeme od-
hadovat funkcie {f;},

9.3 Model s meniacou sa podmienenou strednou hodnotou (Alternating
Conditional Expectations)

ACE je $pecialnym typom TBS (transform-both-sides) modelu

:50+ij(X

>~ fi(Xi;))?. Aby sme sa vyhli trividlnemu rieseniu 6 = f; = 0, pridame

kde minimalizujeme ) (0(Y;) —
= 0. Na odhadovame mozeme pouzit nasledujuci algoritmus.

podmienku Var(6(Y))

Krok 1 Inicializujeme 6(Y) = SYD;(YY), f;(x) = Bz, kde B je napriklad odhad MNS,
Krok 2 Postupne prechddzame cez j =1,....,p,1,....,p, 1, ...

f —SQS'], Zfz

i#]
0= 5.3 f(x
i
0(y) — 0(y)
W) 5Dt

Zastavime ked sa funkcie {f;} a 0 prili§ nemenia.

°Pre projekénti maticu plati, Ze hodnost sa rovna jej stope. Pre¢o? tr(P) = tr(X(XTX)1X) = XTX(XTX)™! =
tr(I,) = p. Vyuzili sme tr(AB) = tr(BA).
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Vlastnosti ACE modelu

Ma tendenciu overfitovat

Riesenie je citlivé na marginalne distribucie prediktorov
Pre model s jednym parametrom je ACE symetrické v X aY. AleakY = X+e, X ~U(0,1), € ~
N(0,1), potom E(Y|X) =X ale E(X|Y) #Y.

Je vhodny na exploratéornu analyzu, vdaka ACE modelu moézeme objavit vhodnu transforméciu.

Kanonické korelacie (Canonical Correlations)

ACE model vyréstol z myslienky kanonickych korelacii. Majme 2 mnoziny ndhodnych premennych Y a
X, a najdime vektory dizky 1 a a b, také, aby sme maximalizovali korrelaciu medzi a” X a bTY. Hlavny
odkaz je asi nasledovny: ak z kanonickej korelacie alebo ACE modelu vypadne velmi zly fit, akoukol'vek
datovou analyzou sa asi daleko nedostaneme.

9.4 Aditivita a stabilizacia variancie (Additivity and Variance Stabilization)

Myslienka je nasledovna: Zvolime { f;} na to, aby sme dostali dobry fit a zvolime # tak aby sme dostali
konstantni varianciu Var(0(Y)| >25_, f;(X;)) = const.

Ak méame nédhodna premennt Y s varianciou Var(Y) = V(Y), potom nasledovna transformaciu
zabezpedi konstantni varianciu.

|
0(25):/O Wdu.

Konstantné variancia ndm zabezpeci presnejsi odhad smerodajnych odchylok estiméatorov, nie nutne
najlepsi fit. Odpovedat na otazku: "chcem presnejsiu predikciu alebo presnejsiu informéciu o neistote?"si
uz musi odpovedat kazdy sam.

9.5 Viacrozmerné adaptivne regresné splajny (Multivariate Adaptive Re-
gression Splines)

MARS model je zaloZeny na:

fe) =" ¢;By(x),

Jj=1

kde bazické funkcie maja tvar [+(z; — ¢)]%4. Pre ¢ = 1 dostavame po ¢astiach linedrnu funkciu.
[terativne pridavame bazické funkcie, ktoré produkuju najlepsi fit. Oproti ¢isto aditivnemu modelu
mozeme pridavat aj interakcné cleny.

9.6 Literatura

Kapitola 12 v [Far05], pozor, v poslednom priklade o MARS je chyba a v druhom vydani tejto knihy
je novy priklad. Knizka [HT90] a GAM zasadené v SirSom kontexte ostatnych metod je [HTFFO05].
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10 Panelové data

Mnohokrat sme v situécii, ze rovnaké subjekty (individudli, rodiny, firmy, mesta, Staty, ...) pozorujeme
vo viacerych ¢asoch. V tom pripade mame jeden dataset pre kazdy ¢as a otvaraji sa ndm nové moznosti,
ktoré sme predtym nemali. Predtym, nez sa budeme blizSie venovat takymto panelovym datam si
vysvetlime dva kltacové pojmy - fized effects a random effects.

Problémom je, Ze neméme nahodnt vzorku, pozorovania nie st nezavislé, nepozorované faktory, ktoré
ovplyvinuja niekoho mzdu v roku 2010 ju ovplyviujia aj v roku 2011; nepozorované faktory ovplyviiujice
kriminalitu v nejakom meste v roku 2015 ju buda ovplyviovat aj v 2020.

Priklady

Vplyv nezamestanosti na kriminalitu, déta na trovni miest

Stvis odpracovanych hodin a dlzky spanku, data na trovni individualov
Vplyv objasnenia zlo¢inu na kriminalitu. data na drovni miest

Vplyv dopravného zakona na imrtnost na cestéach, data na trovni miest

Vplyv ¢lenstva v odboroch na mzdu, data na trovni individualov.

Majme subjekty i = 1,...,n (Clovek, firma, krajina,...) a ¢as t = 1,...,T a u; nech je ndhodné chyba
so strednou hodnotou 0. Majme takyto vseobecny model

Yie = air + Xt Bie + wi
tu v8ak mame privela parametrov na to aby sme ich odhadli len s N = nxT pozorovani. Ak urobime

predpoklad homogenity parametrov, teda oy = «, By = [ pre vSetky i, ¢, potom takyto zjednoduseny
model mozeme polahky odhadnit metdédou najmensich Stvorcov ako keby sme mali N pozorovani

Takyto model v8ak nie je zaujimavy, pre kazdého individuéla i méame skratka viacej (konkrétne 7'
pozorovani) a to je vetko. Mozeme vSak uvazovat model v ktorom bude v chybach u;; akasi struktura.
Moézeme predpokladat, ze u; = u;+€; a teda, Ze existuje akysi faktor, ktory je Specificky pre individuala
i.

Yie = a+ Xy + pi + €ir.

Komponent chyby p; je ndhodna premenné. Ak cov(u;, Xi) # 0, potom S odhadnuté pomocou
metody najmensich Stvorcov bude nekonzistentnd. V tomto pripade nas parameter a nahradime o;
a odhadneme pomocou MNS. To je to isté ako kebyze z nasich dat najprv pre kazdého individuala
urobime priemer v ¢ase a urobime regresiu len na priemerné pozorovania. Takémuto modelu hovorime
fixed effects model. Fixed neznamené nendhodny ale len to, Ze sa nemeni v case. Iny sposob ako sa
zbavit p; je odhadnut parameter § z regresie rozdielov (Y, — Yy 1) = (Xi — Xie—1) 8+ (wig — ug—1) (First
Differencing). Toto je jednoduchy sposob ako sa zbavit nepozorovovanych vplyvov, ktoré si nemeniace
sa v Case. Oba tieto spésoby maju ten problém, ze vSetkej variacie v prediktoroch, ktora sa nemeni
v Case. Nie su to preto vhodné metody ak sa prediktory nemenia prilis v ¢ase. Ktory si vybrat? Ak
T = 2, tak nam daju identické vysledky. Ak st chyby seridlne korelované (napriklad ak st ndhodnou
prechadzkou), je lepsie pouzit FD estiméator.

V pripade ak cov(p;, X;) = 0, tak potom aj u;; je nekorelované s regresormi a preto je odhad MNS
konzistentny. Takémuto modelu hovorime random effects model. Na druhej strane, takyto odhad
zvyCajne nie je efektivny, nakol'ko korela¢né matica chyb nemusi byt s nulami mimo diagonaly. Toto je
Specialny typ heteroskedasticity a tu mozeme (podobne ako v inych pripadoch s nehomoskedastickymi
chybami) pouzit feasible generalized least squares estimator (minimalizujeme najmensie Stvorce vazené
inverznou odhadnutou kovarianénou maticou).

Je tu trade-off, random effects model je zaloZzeny na silnejSom predpoklade a dava efektivnejsie
(teda s menSou varianciou, teda presnejsie) odhady ako fixed effects model v pripade, Ze je predpoklad
cov(;, Xiz) = 0 splneny. Na druhej strane, ak tento predpoklad nie je splneny, tak RE model nam
déva nekonzistentné vysledky. Na porovnanie RE a FE modelu sa pouziva Hausmanov test, nulovou
hypotézou je, ze predpoklad cov(u;, X;z) = 0 je splneny a preto, FE nie je vyrazne rozdielny ako RE.
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10.1 Fixed Effects

Prepisme si Y;, = X;;8 + «; + u;; do maticovej podoby

Y; X 7 0 ... 0 o €1
Y, X, 0z ... 0 €9
. = . ﬂ"’ : @2 + <
Ya Xn 00 : 4] L% €n

kde Y; a ¢; st T x 1 vektory, X; je T' X p matica a ¢ a a 0 oznac¢uji 1" x 1 vektor jednotiek.
Tuto mdézeme odhadnut parametre pomocou MNS, avSak to mdze byt numericky naro¢né. Ak ozna-

i 0 ... 0
0i..O0 ' .

¢ime D = _ , potom vieme odhadnut koeficient 5 nasledovne
00 7

B=(XTMpX) (X" MpY), (10.2)

kde
Mp =1—D(D"D)"'D”,

teda B mozeme dostat tak, ze najprv pretransformujeme data X, = MpX a Y, = MpY a potom
urobime linedrnu regresiu kde Y, vysvetlujeme pomocou X,. Mp je matica rezidui z projekcie na

My 0 ... 0
: o . . 0 My ... O

konstanty Specifické pre individuala. Maticu Mp vieme prepisat ako Mp = . , kde
0 0 ... M,

My = Ir — %zzT Teda, koniec koncov, ide o regresiu priemerov cez cas!
Koeficienty pri dummy premennych dostaneme ako &; =Y; — X;[.
Ako otestujeme signifikantnost efektov Specifickych pre individualov («; = 0)?

R%SDV - R%’ooled/(n —1)
1 - R%SDV)/(nT —-—n-— p)’

kde LSDV znaci least square dummy variable teda R? z regresie kde odhadom je (10.2) a Pooled je
z regresie (10.1), kde a; = 0.

Fn—l,nT—n—p - (

e Povodnéa formulacia
Yi=Xub+a+e
n T

n T
S =Y (M —-X)(Xu—X)", g = (Xie = X)(Yie = Y)
1

i=1 t=1 i=1 t=

e Regresia deviacie zo strednych hodnot
Vi—Y,=Xu—X)B+en—¢

n T

wzthzn \ v \T' wzthm \ \/
E E zt - z zt - Xz) ) - E E zt - z }/z)

i=1 t=1 =1 t=1

e Regresia strednych hodnoét B B
Vi=X,f+a+é

n

T
between Z Z _ X)T’ between Z . }7)

=1 t=1 i=1 t=1
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Poznamenajme Ze SE?S?I — Swzthm Sbetween Sggggl — Swzthm Sbetween‘

Algebraickymi manipulaciami sa dé ukézat, ze gfotal = [Gtotal]~1 Gtotal _ pwithin Guithin__ pbetween Fhetween.

kde
Fwithin o (Swzthm Sbetween) lswzthzn — I o Fbetween

Teda B sa da vyjadrit ako maticovo vdhovany priemer fwithin g gbetween

10.2 Random Effects

Preformulujme model nasledovne
Yie = a+ Xuf + u; + €

Na u; sa mozeme pozerat ako na subor faktorov, ktoré nie st v regresii a su Specifické pre individuala
1. Uvazujme nasledujucu sadu predpokladov

o F(ex|X) = FE(u;|X) =0
e B(&[X) =0
o E(u?|X) = o2
o E(eyui|X) =0, pre vietky i,t,7
o E(eyejs|X) =0, pre vietky t # 5,1 # j
o E(uui|X) =0, pre vietky i # j
Korela¢na matica pre n; = i1, - . ., ni], kde ni; = € + u; je
02+ 02 o2 o2 o2
2 2 2 2 2
r=| % T % T | =02l + o2igil
ag 03 03 af—i—oi

a celkova kovarian¢na matica pre vSetkych nT pozorovani je (lebo pozorovania individualov ¢ a j su
nezavislé)

X 00 0
0 X0 ... 0

Q= ) =1,0%
0 0 0 ... X

Odhad GLS je

~

B=(XTQ ' X)) XTQ Yy
kde Q12 = [I, ® |72, D4 sa ukazat, 7e
1 0
2—1/2:_ [__ T
06{ Tt

kde

Oe

Vo2 +To?

Transformacia zabezpecujuca homoskedastické chyby je preto

H=1-

Y, — 0,
Z 1/2y :l }/;2_9}/1
Yir — 0.

Speciélny pripad je pre § =1 a to je LSDV model.
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Podobne aj tento GLS estimator je maticovo-vazeny priemer within a between estimatorov.
B _ Fwithin@withm + (] o Fwithin)Bbetween’

kde

0.2

Fwithin _ [S)%z;t{hm 4 )\Sg(e;ueen]—lsgu(gt(hin’ A= = +€TU2 — (1 - 9)2

gpeciélne pripady

e )\ =1, GLS ndm da to isté ako obycajna MNS. 02=0
e )\ =0, GLS ndm da to isté ako LSDV model pre fixed effects model, 6 = 0

10.3 Test: Fixed Effects vs. Random Effects?

e Hausman test

-1

(B — BREYT |Var(B7F) = Var(B75)] (B — BRE) ~ 2.,
e Breusch-Pagan test (LM test)

Hy:02 =0, leai#()

10.4 Literattra
Kapitoly 9 a 13 v [Gre03], kniZnica plm [CMT08] a lme4 [BMB*14]

Technickejsia literatura [Are03|, menej technickejsia tu [Wool5]. Velmi pristupny uvod k zmiesanym

modelom [Winl13] a panelovym datam |[TR|. Vide4 na youtube od Ben Lamberta.
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11 NAhodné lesy

"Pozdravujem vds, lesy, hory, z tej duSe pozdravujem vds!"

Pavol Orszagh-Hviezdoslav

P.O.H. v lese.

11.1 Regresné stromy

Predstavte si, ze pridete k lekdrovi a ten sa vas zac¢ne vypytovat vselijaké otazky:

Mate diastolicky krvny tlak vyssi ako 1007
Mate v rodine niekoho kto mal problémy so srdcom?
Sportujete viac ako 60 minit tyzdenne?

Méte viac ako 30 rokov?

pomocou tychto ako aj inych &no/nie otazok vas zaradi do akejsi rizikovej skupiny a moéze navrhnit
dalsi test alebo adekvatnu liecbu.

Na zaciatku Vam d4 tie najdolezitejsie otazky, a podl'a toho ako odpovedate Vam dava stale
podrobnejsie a podrobnejsie otéazky tak, aby ¢o najlepsie rozlisil tych rizikovych pacientov od menej
rizikovych.

Teda lekar méa akysi receptar (v ang. guidelines), ktorym sa riadi. Jediné ¢o sa od Véas dozvie je
zopér &no/nie odpovedi. Je to skvelé lebo je to ohromne jednoduché.®

Zaujimavou otazkou je, ¢i vieme najst nejaky systematicky sposob, ako maja byt tieto otazky
kladené. Teda ako si vybrat premenni na zéklade ktorej rozlisujeme pacientov (krvny tlak, problémy
so srdcom, Sport, vek) a v pripade, Ze ide o numerickii premennt, tak ako najst hodnotu (100, 60,
30), ktora nAm pomoze ¢o najlepsie rozliSovat medzi pacientami. Ako v kazdej situacii v Statistike, ked
pouzivame slovo "najlepsie"potrebujeme mat nejaky spoésob ako tuto kvalitu rozlisovania kvantifikovat.

Predstavme si teraz, ze chceme predikovat nejaki spojitt premenni Y, a to len na zaklade takychto
4no/nie otazok tykajucich sa regresorov X = (Xi, Xy, ..., X,)7. NaSou tlohou je ndjst nejaké hodnoty
k € {1,...,p} a skalarnu veli¢inu ¢ € R tak, aby sme nase data rozdelili na 2 ¢asti a aby nam miera
neistoty ¢o najviac klesla. Teda aby Y pre X; > ¢ (¢ast 1) bolo vyrazne rozne ako Y pre X < ¢ (Cast
2). Prirodzenou mierou je porovnat poévodné RSS a potom RSS(part;) + RSS(party). Teda chceme
vybrat k a c tak, aby RSS(part;) + RSS(parts) bolo ¢o najmensie. V oboch tychto ¢astiach budeme
predikovat priemer Y. St aj iné madre sposoby posiidenie kvality rozdelenia do dvoch casti ale zacat s
tymto znie fajn.

Teraz sme si rozdelili nase data na dve ¢asti pomocou jednej ano/nie otazky. Ak s vSetky nase
premenné usporiadané to sme museli vyskusat nie viac ako p(n — 1) kombinécii (zamyslite sa preco)
a my sme vybrali ti najlepsiu. Dobry zaciatok. Teraz mozeme pokracovat takymto sposobom a dve
podcasti delit na dalsie casti. Toto sa da elegantne znézornit ako postupné vetvenie, preto ten nazov -
strom.

Takto si mozeme data rozdelit na n réznych ¢asti. Toto vSak nie je prilis uzitocné, takyto predikény
model by dokonale predikoval v ramci nasej datovej vzorky ale velmi zle mimo nej (maly bias ale vysoka
variancia). Takze sa treba zamysliet, kedy vetvenie zastavime.

6Toto bulvarne zjednodugenie je len didaktickou pomdckou.
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Obr. 17: Predikcia koncentracie atmosférického ozénu v Los Angeles v roku 1979 na zéklade roznych
prediktorov. Prebraté z [Farl4].

Ako vetvenie zastavime? No mdzeme si zadefinovat, ze pozadujeme zlepsenie RSS aspon o ¢, tu ale
nie je jasné, aku zmysluplni hodnotu by sme si mali zvolit. Strom mézeme hladat taky, ktory dobre
predikuje, takze ktory nam da najmensiu kros-valida¢nu chybu. Mézeme pouzit tradi¢né leave-one-out
alebo k-fold kros-validaciu. K-fold kros-validacia je tspornejsia ale rozdelenie na k casti je ndhodné,
preto nas strom zavisi od ndhodného seedu.

Inym sposobom je nechat nariast poriadne velky strom a potom mu usekavat postupne vetvicky -
toto sa nazyva pruning. Budeme minimalizovat

CC(strom) = Z RSS; + \(# listov),

listy 1

kde parameter A je penalta za komplexitu stromu, podobne ako pri model selection technicke AIC.
Zo stromu velkosti n vieme urobit strom velkosti n — 1 tak, Ze spojime susedné hrée (nodes - pozor listy
su 8pecialne nodes, a to terminal nodes), tak aby sme stratili ¢o najmenej informécie, ¢o je prirodzené.
Teraz mame receptar zmenSovania stromu tak moézeme pouzit kros-validaciu, ale uz len na A, teda
vyberieme tento parameter tak, aby nas strom mal ¢o najmensiu kros-valida¢na chybu.

Ohromne délezita vyhoda stromovych modelov je ich jednoduchost a nazornost. Nevyhodou je, zZe
nemame v dispozicii confidenéné intervaly.

11.2 Nahodny les - mnoho ndhodnych regresnych stromov

Regresné stromy v8ak maju aj nejaké nevyhody. Bindrna (4no/nie) natura stromov sposobuje, Ze nebudia
predikovat prili§ dobre, a to najmé ak sa pozorovania nachédzaja tesne pri hranici, ktora rozdeluje strom
na vetvy. Takze troSku zmenené data nam modzu velmi zmenit nas regresny strom, ¢o je rozhodne
neziaduca vlastnost. Alebo ak by sme nahodne rozdelili data na 2 polovice, tak z kazdej polovice dat
nam moze vzniknut vyrazne iny strom.
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KebyZe vSak mame velmi vela stromov, kazdy je trochu nerobustny ale potom tieto stromy sprie-
merujeme, dostaneme akysi priemerny strom, ktorého variancia bude uz vyrazne nizsia.

Otazkou je, ako z jedného datasetu ziskat mnoho stromov. Prirodzenym napadom je pouzit boots-
trap.

Takze

e Vytiahneme si z nagho datasetu vzorku rovnakej velkosti s opakovanim
e Na tejto vzorke urobime strom

e Vicsinou zhruba tretinu data neméme v tejto vzorke, takze tito mézeme pouzit na overenie toho,
ako dobre nas strom predikuje.

Teraz méame mnoho stromov.

Tieto stromy st vSak dost podobné a presne to nechceme. My potrebujeme, aby nase stromy boli
rozne, lebo potrebujeme variabilitu, ktortt ndm rovnaké stromy neposkytni. Znadhodnime to tak, ze
dovolime vyberat len niektoré prediktory a to ktoré. tak to bude nahodné. Tymto spésobom v nejakych
stromoch uz nie st tie najdolezitejsie ale tym padom aj tie menej prediktivne regresory moézu pomoct.
Pravidlom palce je ndhodne vybrat zhruba ,/p regresorov. Trochu menej, trochu viacej, vyberieme to
tak, aby predikcia na datach nepouzitych na konstrukciu stromu bola ¢o najlepsia.
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Teraz ked potrebujeme predikovat pre novi hodnotu regresorov, tak kazdy strom nam d&a nejaku
predikciu a urobime priemer.

Aky velky les je dost velky? Taky pre ktory predikéna chyba uZ neklesa.

Nevieme vsak popisat efekt jednej premennej tak pekne ako v pripade linedrnej regresie. Mo6zeme
urobit partial dependence metdédu od Davida Freidmana, takze fixneme hodnotu prediktora na nejaku
hodnotu a nanttime ju kazdému nasmu pozorovaniu. Pre kazdé takéto pozorovanie vypocitame prediko-
vanu hodnou odozvy a spriemerujeme. Alebo moézeme zafixovat ostatné hodnoty trebars na priemernej
hodnote.

o0 _|
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VTavo: predikéna chyba v zavislosti od velkosti lesa. Vpravo partial dependence metéda (plné ¢iara) a metoda,
kde st ostatné premenné zafixované na priemernych hodnotéch (prerusovana ¢iara). Prebraté z [Farl4].

Ako zistit ktoré premenné st dolezité. Na to mame mieru, ktora sa nazyva importance. Zobereme
jednu premennd a nahodne ju spermutujeme. Touto mierou bude rozdiel v MSE spermutovaného da-
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tasetu minus poévodného. Toto pouzijeme len na ’out-of-bag data, takze na tie, ktoré neboli pouzité pri
konstrukeii stromov.

11.3 Klasifika¢né stromy a Klasifikidcia pomocou ndhodného lesa

Funguju velmi podobne ako regresia. Len teraz namiesto RSS pouzijeme iné kritérium. Napriklad
devianciu, entropiu alebo najcastejsie sa pouziva Glni index.

Stromy st vyhodné v tom, Ze sa v ramci nich prirodzene pracuje s chybajicimi pozorovaniami. Ak
sa v ramci stromu nevieme rozhodnut lebo informacia ndm chyba, vybereme si vicsiu skupinu a hotovo.
Chybajtice pozorovania mozeme tiez dopliat a pozerat ako dobre st klasifikované v lese ale iné triky.

Stromy boli velmi tspes$né napriklad vo financiach, spamovych filtroch, medicine. Oproti neuréno-
vym sietam st napriklad ovela menej naro¢né na vypoctovu silu.

11.4 Literatara

Okrem tradi¢ného [Farl4| odpora¢am [HTFFO05|, [JWHT13] a vynikajuce vide4 of Josha Starmera na
Youtube (StatQuest).
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A Criepky z elementarnej pravdepodobnosti a Statistiky
A.1 Spojite rozdeleny ndhodny vektor

Nahodny vektor je kolekcia ndhodnych premennych, teda stibor F-meratelnych funkcii na pravdepodobnostnom priestore
(Q,F,P)

X = (A.1)

Pre spojite rozdelené X vieme pravdepodobnostné spravanie tplne popisat distribuénou funkciou Fx alebo fun-
kciou hustoty fx(x1,...,2,). Plati medzi nimi nasledujici vztah.

t1 tn
Fx(tl,,tn):P(Xlgt]_,,XnStn):/ / fx(Zl,,Zn)dzlen
— 00 — 00
gpeciélnym pripadom nahodného vektora je ked si jeho jednotlivé ¢asti nezavislé. V tomto pripade

fx(@1, .., m0) = fx, (21) - fx, (@)

Stredna hodnota nahodného vektora je definovana nasledovne

g(ﬁl) 1
0 S sl I L (A.2)
E(Xn) Hn

ide teda o vektor rovnakej dimenzie ako samotna ndhodna premennd X, poznamenajme, ze E(X) je vektor ¢isiel nie
nahodnych premennych. Jeho jednotlivé komponenty dostaneme pomocou funkcie husoty fx nasledovnym spésobom

pi:E(Xi):/ / zifx(z1,...,2n) dz1 ... dzy.

Pokial chceme tuplne popisat pravdepodobnostné spréavanie len jedného komponentu X;, nasledovnym sposobom
ziskame fx, z fx, tejto funkcii hustoty hovorime marginalna, zatial¢o pévodna fx je zdruZena hustota.

o0 oo oo oo
Ix, () = / / / / Zifx (2155 2im1, %45 Zig1 -+, 2n) d21 .. dziadzig . dzy.
— 00 — 00 — 00 — 00

Poznamenajme, Ze p; = ffooo zifx, (zi)dz;
Variancia jednotlivych komponentov X; je

tl tn
012:/ / (21_/4Lz)2fX(Zl7;Zn) ledZn

a kovariancia

t1 tn
afj = Cov(X;, X;) :/ / (zs — pi) (25 — p5) fx (21, 2n) dz1 .. d2zy

Vsetky variancie aj kovariancie sa daju popisat tspornejsie pomocou kovarianénej matice
S=E[X-wX -] =EXXT] " =] ;2
teda jedna sa o maticu €isiel a nie ndhodnych premennych.

Pre linearnu transformaciu ndhodného vektora Y = AX plati

E(Y)=E(AX) = AE(X) = Ay,
Var(Y)=E[Y —EY))(Y —EY))"] = E [(AX — Ap)(AX — Ap)"] (A.3)
=FE[AX —p)(X —p)TAT] =AE[(X — pn)(X —p)"] AT = AVar(X)A" = ALAT,

kde v jednom z krokov sme vyuzili maticovi identitu (AX)T = XTAT.
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Pripomeifime, Ze pre norméalne ndhodne rozdeneny nahodny vektor X je jeho linearna transformacia tieZ z norméalneho
rozdelenia, preto plati X ~ N(u,%) = Y = AX ~ N(Apu, ALAT).
Viacrozmerné normalne rozdelenie s parametrami (u, ¥) méa nasledovna funkciu hustoty

- ex —lx— Ty=1(x -
xlrnseonm) = e (<5 =S )

kde x oznacuje stipcovy vektor.

A.2 Niektoré dolezité pravdepodobnostné distribucie

Okrem normélho rozdelenia sa pri Statistickom testovani hypotéz ¢astokrat objavuja rozdelenia, ktoré si odvodené od
norméalneho. Tieto rozdelenia maji komplikované funkcie hustoty.

Nech {X;}F , st ii.d anech X; ~ N(0,1). Potom Y = X7 +... X? m4 rozdelenie chi-kvadrét s k stupfiami volnosti,
oznacujeme aj Y ~ xi. E(Y) = k a Var(Y) = V2k. S tymto rozdelenim sa stretdame Casto najmé kvoli tomu, Ze
normované Stvorce rezidui pri linedrnom regresnom modeli s normalnymi chybami maja takéto rozdelenie. Stretneme sa
s nim tieZ pri teste pomerom vierohodnosti.

Nech X ~ N(0,1) anech Y ~ x?%, potom Z = \/(ifw mé t-rozdelenie (Studentovo) s k stupfiami volnosti, oznacujeme
ako Z ~ tj,. Specialny pripad je t; rozdelenie, ktoré sa nazyva Cauchyho rozdelenie. Je znime tym, ze mé tazké chvosty
a strednd hodnota nie je dobre definovana. Studentovo rozdelenie ma podobne ako normaélne rozdelenie zvonovity tvar
ale s tazsimi chvostami. Pre velky pocet stupiiov volnosti sa ¢oraz viac podoba na normalne, ktoré je jeho limitou. S t-
rozdelenim sa stretneme pri testovani signifikantnosti jedného parametra §; pri linedrnom regresnom modeli s normélnymi
chybami. Podobne ked chceme zostrojit konfiden¢ny interval pre neznamy parameter strednej hodnoty a nepozname
smerodajni odchylku (ak pozname, méZeme pouzit aproximaciu normalnym rozdelenim).

Nech X ~ x2 aY ~ x?, potom Z = );—?f mé F-rozdelenie s s a t stupiiami volnosti, oznac¢ujeme Z ~ F; ;. Dva chi-
kvadraty davame do pomeru sumy Stvorcov pri testovani platnosti mensieho modelu oproti vi¢siemu (kde mensi vznikol
pomocou linearnych restrikcif) pri linearnom regresnom modeli s normalnymi chybami.

A.3 Zakladné pojmy Statistického testovania hypotéz

Princip frekventistického testovania hypotéz je nasledovny: uréi sa nulova hypotéza, napriklad 5; = 0, to je Cosi ¢o
nés zaujima. Ideme zistit ¢i sme schopny zamietnut tuto hypotézu v prospech ineh alternativnej hypotézy, napriklad
B; # 0. Za predpokladu spravnosti modelu a nulovej hypotézy vieme, Ze akési testovacia Statistika mé ndm zname
rozdelenie. Z naSich dat v8ak mame len jednu jedintt hodnotu, jedinid realizaciu tejto Statistiky. Pozrieme sa na to, ako
velmi extrémna je to hodnota. Ak je velmi, tak zamietneme nulovt hypotézu v prospech alternativnej hypotézy. Ak nie
je velmi extrémna, tak nezamietneme nulova hypotézu v prospech alternativnej hypotézy. Pozor, to vSak neznamené, Ze
nulové hypotéza je pravdiva. Pokojne mozeme mat len prilis mala datovia vzorku. Za platnosti modelu a nulovej hypotézy
sa pravdepodobnost padnutia eSte extrémnejSej hodnoty ako naSej realizovanej Statistiky nazyva p-hodnota. Ak je mala,
tak to znamena, Ze naSa Statistika je velmi nepravdepodobna a zamietneme nulovii hypotézu v prospech alternativnej.
V praxi to funguje tak, Ze sa zvoli akési malé €islo a, ktoré nam hovori ako velmi budeme nespravne zamietat nulovi
hypotézu aj ked bude platna, toto sa vola chyba prvého druhu alebo hladina vyznamnosti. Standardne sa voli ako
5% ale toto je len konvencia a niet Ziadneho iného dovodu preco nezobrat int hodnotu. Teda ak je p-hodnota mensia ako
« zamietnem nulova hypotézu, inak nezamietnem. Rozhodovacie pravidlo, teda funkcia, ktorda dostane data a odpovie
zamietni/nezamietni, sa nazyva test.

Existuje aj ind kvalita testu ako velkost chyby prvého druhu, a to je napriklad ako dobre vie moj test, teda rozho-
dovacie pravidlo, zamietnut nulova hypotézu, ked nie je pravdiva. Pravdepodobnost spravneho zamietnutia sa nazyva
sila testu a jeden minus sila testu sa nazyva chyba druhého druhu. Samozrejme by sme chceli aby sila testu bola 1.
Niektoré testy st optimélne v zmysle, Ze pre fixna hladinu vyznamnosti o minimalizuju chybu druhého druhu.

Podobne ako 3; = 0 vieme testovat aj §; = b. Mnozina v8etkych moznych &isiel b, ktoré by nas test nezamietol sa
nazyva interval spol'ahlivosti (confidence interval) pre neznamy parameter. Castokrét sa preto pozerame, & obsahuje
alebo neobsahuje dany interval spol'ahlivosti nulu. Pri fixnej hladine vyznamnosti vyznamnosti sa nazyva 100(1 — «)%-ny
interval spolahlivosti. Interval spolahlivosti je ndhodny interval, pretoze je skonStruoovany z dat, ktoré st ndhodné. Ak
by som vygeneroval velké mnoZstvo datovych vzoriek a pre kazda datova vzorku vypodital interval spolahlivosti, potom
by, za predpokladu spravnosti modelu a nulovej hypotézy, 100(1 — a)% z nich pokryvalo skuto¢ny parameter. Toto je
jedinéd spravna pravdepodobnostnéa interpretéicia. Nie je prili§ uspokojujica, pretoze my mame v dispozicii len jednu
datova vzorku a len jednu testovaciu Statistiku. Interpretéacia: "S pravdepodobnostou 100(1 — «)% sa neznédmy parameter
nachadza v nami vypod&itanom intervale spolahlivosti" je zavadzajica a nespravna. Neznamy parameter je fixné ¢islo a
interval spol'ahlivosti je realizacia nahodnych dat a nie naopak.

Priklad - test pre strednit hodnotu so znamou varianciou:
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o Model: {X}I, suiid aVi: E(X;) = pu, Var(X;) = 1.

e Objekt nasho zaujmu: p € R

Testovacia Statistika: /n (% - u) mé za predpokladu platnosti modelu podla centralnej limitnej vety
asymptoticky normalne rozdelenie N (0, 1).

e Nulova hypotéza: Hy : p =0

e Alternativna hypotéza: Hy : u # 0

e Hladina vyznamnosti: a = 0.05

e Kritickd hodnota testovacej Statistiky: z;_o/2 = 1.96

e Test: Ak \\/ﬁ% — 0] > 1.96 = 21 _,/2 zamietni nulovi hypotézu, ak \\/ﬁ% — 0] < 1.96 nezamietni
nulova hypotézu.

e Datova vzorka: {1,-3,-2,1,5,—6,4,2}

e Realizicia testovacej Statistiky: /nXt=4Xn — 05657 < 1.96 preto nezamietame Ho.

e P-hodnota: ®(0.5657) = 0.714 > 0.05 preto nezamietame Hy.

e Interval spolahlivosti pre neznamy parameter p: CI = (X1+';L'+X" —ﬁ, X1+'7'L'+X" —|—%) = (0.1536,0.554). 0 € C1,

preto nezamietame nulovi hypotézu.

A.4 Metoda maximalnej vierohodnosti (Maximum Likelihood)

Funkcia vierohodnosti, alebo likelihood funkcia, je pravdepodobnost datovej vzorky. V pripade i.i.d. pozorvani nahodne;j
premennej s hustotou f(y;|5) je to

n
LB) =[] fwil.
i=1
Na likelihood L sa pozerame ako na funkciu parametra pri fixnej datovej vzorke.

Odhad metédou maximélnej vierohodnosti, je By, = arg maxg L(3). Castokrat je numericky vyhodnejsie pracovat s
logaritmom, pretoZe pri viacsej datovej vzorke nasobime velmi malé &isla avSak kedZe logaritmus je monoténna transfor-
macia BML = arg maxg log L(#). V niektorych situaciach mame analyticky predpis pre ﬁ w1 ako napriklad pre klasicky
linearny regresny model s normalnymi chybami, av§ak va¢sinou nie a preto si musime pomoct optimaliza¢nym softvérom.
Pokial je parametrov vela, toto moze byt velmi naro¢ny problém sam o sebe.

Predpokladajme, Ze existuje jediny skuto¢ny parameter [y, ktory vygeneroval data. Odhad ML je konzistentny,
takze R

Bur —p Bos

teda konverguje podla pravdepodobnosti ku skutoénej hodnote 5y, Ve > 0 : P(|B&L —Bol <€) = 0pren — oo (nje
velkost datovej vzorky). Konzistencia je prirodzenou poziadavkou na odhadcu, bez konzistencie sa d'aleko nedostaneme.
Teda pre velka datova vzorku n, odhadca ndm bude dévat hodnoty ¢oraz bliZsie a blizsie ku skutoénému 6.

Variancia (7, klesa priamo tmerne n a \/H(BML — Bo) =p N(0,V(Bo)), teda ML odhadca sa pre velké n podobnéa
normélnemu rozdeleniu, kde V(8) je funkciou prvej a druhej derivacie likelihood funkcie.

Prva derivacia log-likelihoodu podla parametra sa nazyva score funkcia a tu bude oznacena ako u(f)

(5= DB,

teda ide o riadkovy vektor dlzky rovnakej ako 3. Nutnou podmienkou pre optimum Bt je u(B) = 0. O tom aky presny je
odhad méame informéciu z druhej derivécie log-likelihoodu, ak je log L(8) velmi ohnuté v optime, znamena to, Ze okolité
body majt ovela mensiu vierohodnost. Stthrnna informacia o zahnutosti log-likelihoodu okolo optimalnej hodnoty sa vola
Fisherova informacia alebo Fisherova informaéna matica, je definovana nasledovne

1(8) = var(u(B)) = E (c%(ﬂ) u(p) T)

o B

a v pripade korektnej Specifikicie sa matica druhych derivacii log-likelihoodu H () rovna

oposT op B

D4 sa ukézat, Zze ak je model korektne Specifikovany, tak variancia 8y, sa da rozumne odhadnit nasledovne

var(Bur) = I (Bars),

H(B) = E (éﬂ log L(Bo)) L (auwo) du(fo) ) 1B

niekedy vSak namiesto oc¢akavanej hodnoty druhych derivacii dosadime priamo %. Teda V(B) =1 _1(BN1L) a

Vi(Bur — Bo) —p N(0,I7(Bo)).

Ak vsak model nie je korektne Specifikovany, potom varianciu vieme odhadniit nasledovne

var(Barr) = H(Barr) " T(Barr) H(Barr) 7,
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Vi(Bur = B) —=p N (0, H(B.)  I1(Bo)H(B.) ™),

kde . je minimizator KL divergencie (vid ¢ast (A.4.1)).

Na zaklade likelihood funkcie mame tri typy testov na porovnavanie dvoch vnorenych modelov, kazdy je asymp-
toticky rozdeleny ako x2. Majme dva modely: velky model s [ parametrami a likelihoodom Lj,-gc a maly model s s
parametrami, ktory je Specialna verzia velkého modelu za predpokladu linearnych restrikcii na parametre. Pozor y?
aproximacia nefunguje ak sa parameter nachddza na hranici priestoru parametrov (napr. o = 0, pretoze o2 € [0, 00)).

e Likelihood ratio test - testovacia Statistika vyzera nasledovne 2 log # ~ Xl2—s

small

e Waldov test - testuje Hy : 5 = By a testovacia Statistika vyzera nasledovne (BML — BO)TI(BML) (BML —Bo) ~ X7,
e Score test - testuje Hy : 3 = 3 a testovacia tatistika vyzera nasledovne u(8o)T1=1(80)u(Bo) ~ x7_,

LR test potrebuje dve optimalizacie, Waldov test jednu a score test ziadnu, takze LR moze byt numericky naro¢ny. Pokial
sa nam d4, odporuca sa pouzivat LR test. Tieto testy st graficky zobrazené na Obr. 18.

— Likelihood-Ratio Test !
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Obr. 18: Porovnanie testov zalozenych na likelihoode, zdroj: [Fox97].

A.4.1 Maximum Likelihood ako minimizator KL divergencie

Vieme, Ze
n

Bur = argmax ][ f(:l3) = argmaxy log f(yil3) = argmin % > —log f(yilB)

i=1 i=1 i=1

naviac vieme, Ze podla silného zékona o velkych &islach plati
1 n
— > ~log f(Yi|B) —va.s. E(~log f(Y]5)). (A.4)
i=1

Nech Sy je skutoény parameter (ktory nepozname a snaZzime sa odhadnut), teda nech Y; ~ f(-|8p), potom

E(~log f(Y8)) = / ~log (f(4l8)) f(y|fo) ds

a zaroven

B (l0g (¥ /) —log /(¥]8)) = [ log (J;((yy'f;))) F(ulBo) ds = KL(f(18). £(180)) > 0.

Funkcia KL(-,-) sa nazyva Kuhlback-Leiblerova divergencia a plati KL(f,g) =0 < f=g.
Z rovnice (A.4) vidime, Ze

BrL —as, arg min KL (f(150), f(:18)).
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Obr. 19: Oblak ako cvalajuci kon.

nakolko E (log f(Y'|5o)) nezavisi od .

Funkcia KL(f,g) méa zaujimavd interpretaciu. Tu prezentujeme tt pochadzajacu od informatikov. Nech P je
diskrétna pravdepodobnostna distribucia z ktorej ndm padaji nejaké symboly x z mnoziny X . Predstavme si, Zze kazdy
takyto symbol vieme zakodovat do binarneho stringu (napriklad 1001001011) a nech L je jeho dizka. Existuje bijekcia
medzi L a log, @, kde @ je pravdepodobnostna distribicia symbolov. Ak st symboly samplované z P, potom je o¢akavana
dlzka kodu EL = Y owex Plx)L(x). Dalej ak z pochadza z P, potom akykol'vek sposob zakédovania symbolov & musi
platit EL > -3 . P(z)logy P(z) = H(P), kde funkciu H(P) nazyvame entropia alebo aj mnozstvo informacie. Toto
znamena, ze L(x) = —log,(z) je najlepsi mozny sposob zakodovania X v zmysle priemernej dlzky kodu.

Predstavme si teraz hypoteticka situdciu, Ze si nespravne myslime, Ze data (teda z-ki) pochadzaju (st samplované)
z Q. Teraz nakolko si myslim, ze Q je spravna distribucia zakodujem to tak, ze dizka binarneho stringu kodujtceho z
bude L(z) = log, Q(x) nuz a skutoéna o¢akavana dizka stringu bude potom Ep (log Q(z)). Nuz ale vieme, Ze ak by sme
vedeli, ze data st z P, vedeli by sme to zakédovat lepsie a to tak, ze Ep (log P(z)) = H(P) by bola o¢akivana dlzka
kédu. Preto Kuhlback-Leiblerovu divergenciu

P(X)

interpretujeme ako o kol'ko dlhsi bude moj priemerny kéd ak nespravne povaZujem ( za data-generujuci
proces, ked’ je to v skutoénosti P. Viac najdete napr. tu [Yu08] alebo v jednom z najslavnejsich vedeckych ¢lankov
vBetkych ¢ias [Sha4s].

KL(P.Q) = Br (106 B ).

A.5 Vyber modelu - Informacné kritéria

Ak sme v situécii, ze chceme predikovat alebo vysvetlovat nejakil premennt p regresormi, mame v dispozicii 27 modelov,
kazdy z p regresorov mozeme totiz pridat alebo nepridat do modelu. A to eSte vobec neberieme do tvahy mozné trans-
formécie premennych, ¢leny vyssich radov alebo interakcie! KedZe 2P je zvycajne vela, mame problém. Stratégii ¢o robit
je viacero.

Krokova eliminacia regresorov. Mozeme napriklad fitntt najvac¢si model s p parametrami a potom postupne
odoberat "najhorsie"regresory. Najhorsie napriklad v zmysle najvicsej p-hodnoty. Zastavit mozeme napriklad vtedy, ked
uz st vSetky regresory signifikantné na nasej dopredu zvolenej tolerovanej chyby prvého druhu (napriklad 5%). Tento
pristup trpf jednym velkym problémom. David Freedman [Fre83] toto ilustroval na priklade, kde vysvetloval sum dalsimi
50 Sumami pri datovej vzorke velkosti 100. Postupnou (iba dvojkrokovou) elimindciou nesignifikantnych parametrov
dostal viacero regresorov, ktoré boli signifikantné. Ak niekto len slepo robi krokovi eliminidciu moZze najst vztah medzi
Y a X aj tam, kde Ziaden nie je! Pri malej datovej vzorke a vela parametroch bude nejaky z regresorov signifikatny
nahodou, podobne ako oblak moéZe vyzerat ako cvalajtci koni (Obr. 19). Rovnaky problém nastane aj pri viésej datovej
vzorke a menSom pocte parametrov, nie je v8ak az taky alarmujici. Podobne ako moéZeme eliminovat regresory mozeme
aj postupne pridavat regresory k chudobnému modelu.

Informaéné kritéria. Preco preferujeme malé modely oproti velkym modelom? Velké modely fituju dobre data ale
zle predikuju (nizky bias a velka variancia) a malé modely st prilis chudobné na to aby dostato¢ne vysvetlili premennti,
ktora nas zaujima (vysoky bias a malé variancia). Chceli by sme akysi kompromis medzi tymito dvoma extrémami. Presne
toto robia informac¢né kritéria. Maju formu

IC = -[vhodnost fitu] + [penalta za velkost modelu] a preferujeme model s najnizsou IC.

NajznamejSie st nasledovné

e Akkaikeho informacné kritérium: AIC = —2log L(Ay1) + 2K
e Bayesovské informaéné kritérium: BIC = —2log L(0y1) + 2K logn

kde log L(éM 1) je maximum log-likelihood modelu, K je pocet parametrov v modeli a n je velkost datovej vzorky. AIC
je vhodné ked nés zaujima predikcia, tak AIC je efektivny v zmysle minimalizovania priemernej kvadratickej predikéne;
chyby. Na druhej strane BIC, ktory ma vicSiu penaltu, je konzistentny, teda ak nas model obsahuje skutoéni (pre nas
neznamu) data generujicu distribuciu, tak potom ju BIC odhali pri velkej datovej vzorke.
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Naért teoretického dévodenia v prospech AIC a BIC: AIC aj BIC sa minimalizuji priemerni Kuhlback-
Leiblerovu vzdialenost skuto¢nej data-generujicej distribucie g a modelu odhadnutého cez maximum likelihood f(:|0r1),
teda

E, [KL(gyf('léML))] = /QIOgg dy — E, [QIng(yléML)] ;

kde prvy ¢len nezavisi od 6 a druhy sa da odhadnut z dat. Naivny estiméator druhého ¢lena je %, teda maximum

log-likelihood. Tento odhad je v8ak vychylenym odhadom E {g log f (y|é M L)] . AIC a BIC sa lisia v tom akym sposobom

odhadni tento bias.

Existuje eSte mnoho inych IC, kazdé ma Specifické vlastnosti, ktoré ho robia atraktivnym pre dani situaciu.

Na rozdiel od krokovej eliminacie informaéné kritéria vedia porovnéavat aj modely, ktoré nie st do seba vnorené
(nested). Informacné kritéria st detailne spracované v ucebnici [CH08].

Fundamentalny problém.. Oba pristupy v8ak trpia nerieSitelnym problémom a ten je, Ze ak pouZzijeme tie isté data
na vyber modelu a potom na odhadnutie parametrov dostane vysledky, ktoré budu prehnane optimistické (prilis dobry
fit). Sériu depresivnych ¢lankov o tomto fenoméne napisali Hannes Leeb a Benedikt Potscher [LP05]|, [LP06], [LPO0S§|.
Jednoduchym rieenim je nédhodne rozdelit data na dve ¢asti, na jednej vyberieme najlepsi model v zmysle nejakého
kritéria. Na druhej ho potom odhadneme. Toto sa vSak, zda sa, v praxi nerobi tol'ko, kolko by sa malo, najméa vsak vtedy
ak ciefom analyzy nie je predikcia.

Alternativne skoro-rieSenie: DalSou alternativou je pouzit metodu, ktord odhaduje linearny model tak, Ze rovno
nastavi niektoré parametre na nulu ako napriklad LASSO. Pri linearnom modeli neminimalizujeme len $tvorce odchylok
S (yi — 9:)% ale mame k tomu penaliza¢ny ¢len, ktory ma tvar v |3;|. Je to, akoby sme mali $niiru a z nej mozeme
nastrihat nejaké (;-y. Najprv odstrihneme na tie najdolezitejSie a na tie menej doleZité nam uZz neostane Spagat. Pre
malé v mame dlhia $naru a pre vel'ké zasa mala. Tato mySlienka sa nazyva regularizacia sa da pouzit nielen pri klasickom
lineArnom modeli. Problémom zostéva ako zvolit penaltu 7, to méZeme napriklad cez krizova validéciu.
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